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ВСТУП

Згортковi нейроннi мережi (CNN) є основою сучасних систем комп’ютер-
ного зору та посiдають провiдне мiсце серед архiтектур глибокого навчан-
ня. За останнє десятилiття CNN продемонстрували видатнi результати у
широкому спектрi завдань: вiд класифiкацiї та розпiзнавання зображень
до сегментацiї об’єктiв, виявлення облич та медичної дiагностики. Проте
ефективнiсть роботи нейронної мережi критично залежить вiд правильно
обраної архiтектури — кiлькостi та типiв шарiв, їхнiх параметрiв, функцiй
активацiї та способiв з’єднання.

Традицiйно пошук оптимальної архiтектури CNN здiйснюється вручну
експертами у галузi машинного навчання, що вимагає значних часових
ресурсiв, глибоких теоретичних знань та практичного досвiду. Цей процес
часто базується на методi спроб i помилок, iнтуїцiї дослiдника та адаптацiї
iснуючих успiшних архiтектур. Така практика не лише є ресурсозатратною,
але й не гарантує знаходження глобального оптимуму в просторi можливих
архiтектур.

Використання алгоритмiв глобальної оптимiзацiї, зокрема генетичних
алгоритмiв, дає змогу автоматизувати цей процес i систематично дослiджу-
вати простiр архiтектур. Генетичнi алгоритми, що моделюють процеси при-
родного вiдбору та еволюцiї, показують високу ефективнiсть у розв’язаннi
складних оптимiзацiйних задач з великою кiлькiстю локальних екстрему-
мiв. Застосування еволюцiйного пiдходу до пошуку архiтектури нейронних
мереж (Neural Architecture Search, NAS) є активною областю дослiджень i
демонструє перспективнi результати.

Реалiзацiя повноцiнної системи пошуку архiтектури CNN з нуля, без
використання стороннiх бiблiотек машинного навчання, демонструє глибоке
розумiння внутрiшньої роботи згорткових нейронних мереж, алгоритмiв
навчання та еволюцiйних механiзмiв оптимiзацiї. Така iмплементацiя дозво-
ляє повнiстю контролювати процес оптимiзацiї, адаптувати алгоритм пiд
специфiчнi вимоги та отримати цiнний досвiд у розробцi систем машинного
навчання.

Метою даної роботи є розроблення та дослiдження системи автома-
тичного пошуку оптимальної архiтектури згорткових нейронних мереж
за допомогою генетичного алгоритму з подальшою експериментальною
перевiркою на класичному датасетi MNIST [1].

Для досягнення поставленої мети необхiдно розв’язати наступнi зав-
дання:

1) Проаналiзувати iснуючi пiдходи до побудови архiтектур CNN та мето-
ди автоматизованого пошуку архiтектури (NAS).
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2) Розробити та реалiзувати повнофункцiональну згорткову нейронну
мережу на мовi програмування Java.

3) Реалiзувати генетичний алгоритм для еволюцiї та оптимiзацiї архiте-
ктури CNN, включаючи механiзми кодування архiтектури, селекцiї,
кросовера та мутацiї.

4) Провести навчання та тестування отриманих моделей на датасетi
MNIST для задачi розпiзнавання рукописних цифр.

5) Виконати експериментальне дослiдження, проаналiзувати результати
оптимiзацiї та оцiнити ефективнiсть розробленого пiдходу.

Об’єкт, предмет i методи дослiдження

Об’єкт дослiдження: архiтектура згорткових нейронних мереж для
задач класифiкацiї зображень.

Предмет дослiдження: застосування генетичного алгоритма для
оптимiзацiї архiтектур CNN у просторi можливих конфiгурацiй мережi.

Методи дослiдження: теоретичний аналiз наукової лiтератури з пи-
тань архiтектури нейронних мереж та еволюцiйних обчислень, математичне
моделювання процесiв навчання та еволюцiї мереж, об’єктно-орiєнтоване
програмування, експериментальнi дослiдження з використанням реальних
наборiв даних, статистичний аналiз результатiв.

Практична значущiсть

Практична значущiсть роботи полягає у створеннi функцiонально-
го програмного забезпечення для автоматизованого пошуку архiтектур
згорткових нейронних мереж, яке може бути застосоване для розв’язання
широкого кола завдань комп’ютерного зору. Розроблений алгоритм дозво-
ляє скоротити час, необхiдний для створення ефективної архiтектури CNN,
та зменшити залежнiсть вiд експертних знань у галузi глибокого навчання.

Отримане програмне забезпечення, реалiзоване на мовi Java без вико-
ристання стороннiх бiблiотек, може служити освiтньою базою для вивчення
внутрiшнiх механiзмiв роботи нейронних мереж та еволюцiйних алгоритмiв.
Крiм того, система може бути основою для подальших дослiджень у сферах
Neural Architecture Search, еволюцiйних обчислень та автоматизованого
машинного навчання (AutoML). Результати роботи мають потенцiал засто-
сування в академiчних дослiдженнях, промислових системах розпiзнавання
образiв та освiтнiх проектах з машинного навчання.
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РОЗДIЛ 1

ТЕОРЕТИЧНI ОСНОВИ ЗГОРТКОВИХ
НЕЙРОННИХ МЕРЕЖ ТА ГЕНЕТИЧНИХ

АЛГОРИТМIВ

1.1 Штучнi нейроннi мережi

Штучнi нейроннi мережi є обчислювальними моделями, натхненни-
ми бiологiчною структурою та функцiонуванням нервової системи живих
органiзмiв. Iсторiя розвитку нейронних мереж налiчує понад сiм десяти-
лiть активних дослiджень, якi супроводжувалися перiодами як значного
прогресу, так i стагнацiї.

1.1.1 Iсторичний розвиток

Початок сучасної епохи штучних нейронних мереж пов’язаний з ро-
ботою Френка Розенблатта, який у 1958 роцi представив перцептрон —
першу обчислювальну модель, що iмiтувала процес навчання бiологiчного
нейрона [2]. Перцептрон був здатний класифiкувати лiнiйно вiдокремлю-
ванi об’єкти, однак його обмеження були виявленi Марвiном Мiнськи та
Сеймуром Папертом у 1969 роцi [3], що призвело до першої «зими штучного
iнтелекту».

Справжнiй прорив вiдбувся у 1970-х роках, коли Сеппо Лiннайнмаа у
1970 роцi розробив математичнi основи автоматичного диференцiювання
в зворотному режимi, а Пол Вербос у 1974 роцi запропонував застосувати
цей метод до навчання нейронних мереж [4]. Проте лише у 1986 роцi Девiд
Румельхарт, Джеффрi Хiнтон та Рональд Вiльямс опублiкували знакову
роботу [5, 6], яка продемонструвала, що алгоритм зворотного поширення
помилки може ефективно навчати багатошаровi мережi для розв’язання
практичних задач.

Наступний важливий етап настав у кiнцi 1980-х — на початку 1990-х
рокiв з появою згорткових нейронних мереж. Кунiхiко Фукушiма пред-
ставив неокогнiтрон у 1980 роцi [7], а операцiя max pooling з’явилася у
публiкацiї 1982 року. У 1989 роцi Ян Лекун зi спiвавторами навчив CNN
для розпiзнавання рукописних поштових iндексiв [8], хоча процес навчання
тривав три днi. Це призвело до створення архiтектури LeNet-5 у 1998 роцi
[13], яка успiшно використовувалася банками для розпiзнавання цифр на
чеках.
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Епоха глибокого навчання почалася у 2010-х роках, коли використання
графiчних процесорiв (GPU) дозволило тренувати значно глибшi мережi.
Створення великих датасетiв, таких як ImageNet [9], та розробка нових
архiтектур CNN [10] призвели до революцiї у комп’ютерному зорi.

1.1.2 Структура штучного нейрона

Базовим елементом нейронної мережi є штучний нейрон, який обчи-
слює зважену суму вхiдних сигналiв та застосовує до неї нелiнiйну функцiю
активацiї. Математично це виражається як:

𝑦 = 𝑓

(︃
𝑛∑︁

𝑖=1

𝑤𝑖𝑥𝑖 + 𝑏

)︃
= 𝑓(𝑤𝑇𝑥+ 𝑏),

де 𝑥𝑖 — вхiднi сигнали, 𝑤𝑖 — ваговi коефiцiєнти, 𝑏 — змiщення (bias), 𝑓 —
функцiя активацiї, 𝑦 — вихiдний сигнал нейрона.

1.1.3 Пряме та зворотне поширення

Основою навчання нейронної мережi є процеси прямого (forward) та
зворотного (backward) поширення сигналу. Прямий прохiд обчислює вихiд
мережi для заданого входу, а зворотне поширення використовує градiєнти
функцiї втрат для оновлення параметрiв.

Для покращення стабiльностi градiєнти усереднюються за батчем
навчаючих зразкiв, а оновлення ваг здiйснюється за допомогою алгоритмiв
градiєнтного спуску з заданою швидкiстю навчання.

Детальний опис алгоритмiв прямого i зворотного поширення, а також
їх реалiзацiя у виглядi програмних класiв представлено у другiй главi.

1.2 Архiтектура згорткових нейронних мереж

Згортковi нейроннi мережi (Convolutional Neural Networks, CNN) є
спецiалiзованим типом глибоких нейронних мереж, розроблених для ефе-
ктивної обробки даних з просторовою структурою, зокрема зображень. На
вiдмiну вiд повнозв’язних мереж, CNN використовують локальнi зв’язки
та спiльнi ваги, що значно зменшує кiлькiсть параметрiв та забезпечує
iнварiантнiсть до зсувiв.

CNN складається з послiдовностi основних типiв шарiв: згорткових
(Convolutional), пiдвибiрки (Pooling) та повнозв’язних (Fully Connected)



8

шарiв. Кожен iз цих шарiв виконує специфiчнi функцiї для обробки та
трансформацiї вхiдних даних з метою добування корисних ознак та ефе-
ктивної класифiкацiї.

Детальний опис структури, механiзмiв роботи та алгоритмiв реалiзацiї
кожного типу шару наведено у другiй главi цiєї роботи.

1.2.1 Функцiї активацiї

Функцiї активацiї вносять нелiнiйнiсть у модель, дозволяючи мережi
апроксимувати складнi залежностi.

Sigmoid — це S-подiбна функцiя, яка перетворює вхiднi значення до
дiапазону (0; 1):

𝜎(𝑥) =
1

1 + 𝑒−𝑥
.

Похiдна sigmoid для backpropagation:

𝜎′(𝑥) = 𝜎(𝑥)(1− 𝜎(𝑥)).

Вона часто використовується для задач бiнарної класифiкацiї, однак
має проблему зникаючих градiєнтiв у глибоких мережах.

ReLU (Rectified Linear Unit) є найпоширенiшою функцiєю акти-
вацiї у сучасних CNN:

ReLU(𝑥) = max(0, 𝑥).

Похiдна ReLU:

ReLU′(𝑥) =

{︃
1, якщо 𝑥 > 0

0, якщо 𝑥 ≤ 0
.

ReLU прискорює навчання та зменшує проблему зникаючих градiєнтiв.

Leaky ReLU усуває проблему «мертвих» нейронiв, дозволяючи неве-
ликий градiєнт для вiд’ємних значень:

LeakyReLU(𝑥) =

{︃
𝑥, якщо 𝑥 > 0

𝛼𝑥, якщо 𝑥 ≤ 0
,

де 𝛼 — малий коефiцiєнт (зазвичай 0.01).
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Похiдна Leaky ReLU:

LeakyReLU′(𝑥) =

{︃
1, якщо 𝑥 > 0

𝛼, якщо 𝑥 ≤ 0
.

Softmax використовується на вихiдному шарi для багатокласової
класифiкацiї, перетворюючи логiти у розподiл ймовiрностей:

Softmax(𝑧𝑖) =
𝑒𝑧𝑖∑︀𝐾
𝑗=1 𝑒

𝑧𝑗
,

де 𝐾 — кiлькiсть класiв.

Для числової стабiльностi при реалiзацiї рекомендується вiднiмати
максимальне значення:

Softmax(𝑧𝑖) =
𝑒𝑧𝑖−max(𝑧)∑︀𝐾
𝑗=1 𝑒

𝑧𝑗−max(𝑧)
.

Tanh (гiперболiчний тангенс) — це сигмоїдна функцiя з дiапазоном
вiд −1 до 1:

tanh(𝑥) =
𝑒𝑥 − 𝑒−𝑥

𝑒𝑥 + 𝑒−𝑥
.

Похiдна tanh:
tanh′(𝑥) = 1− tanh2(𝑥).

ELU (Exponential Linear Unit) — функцiя, що поєднує властивостi
ReLU для додатнiх входiв i експоненцiйну форму для вiд’ємних:

ELU(𝑥) =

{︃
𝑥, 𝑥 ≥ 0

𝛼(𝑒𝑥 − 1), 𝑥 < 0
,

де 𝛼 — гiперпараметр (зазвичай 1.0).

Похiдна ELU:

ELU′(𝑥) =

{︃
1, 𝑥 > 0

𝛼𝑒𝑥, 𝑥 ≤ 0
.

Використання цих рiзних функцiй активацiї дозволяє покращити
навчання мережi, пiдвищити її здатнiсть до узагальнення та подолати
проблеми, пов’язанi з традицiйними функцiями.
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Рис. 1.1. Функцiї активацiї

В цiй роботi було вирiшено здiйснювати пiдбiр функцiй активацiї з
трьох найпоширенiших: Sigmoid, ReLU та Leaky ReLU.

1.3 Навчання згорткових нейронних мереж

Навчання згорткових нейронних мереж є процесом iтеративної опти-
мiзацiї параметрiв моделi з метою мiнiмiзацiї помилки на навчальних даних.
Цей процес включає обчислення градiєнтiв функцiї втрат вiдносно ваг
мережi та їх оновлення за допомогою методiв градiєнтної оптимiзацiї.

1.3.1 Функцiї втрат

Функцiя втрат (loss function) кiлькiсно оцiнює рiзницю мiж передба-
ченнями моделi та справжнiми мiтками. Вибiр функцiї втрат залежить вiд
типу задачi.

Cross-Entropy Loss є стандартною функцiєю втрат для задач кла-
сифiкацiї. Для багатокласової класифiкацiї використовується категорiальна
крос-енентропiя:

ℒ𝐶𝐸 = − 1

𝑁

𝑁∑︁
𝑖=1

𝐾∑︁
𝑗=1

𝑦𝑖,𝑗 log(𝑦𝑖,𝑗),

де 𝑁 — розмiр батчу, 𝐾 — кiлькiсть класiв, 𝑦𝑖,𝑗 — справжня мiтка (one-hot
encoded), 𝑦𝑖,𝑗 — передбачена ймовiрнiсть класу 𝑗 для зразка 𝑖.

Для випадку, коли мiтки представленi iндексами класiв (а не one-hot



11

векторами), формула спрощується:

ℒ𝐶𝐸 = − 1

𝑁

𝑁∑︁
𝑖=1

log(𝑦𝑖,𝑐𝑖),

де 𝑐𝑖 — iндекс правильного класу для зразка 𝑖. Для датасету MNIST з 10
класами цифр ця функцiя втрат є найбiльш придатною.

Mean Squared Error (MSE) використовується для задач регресiї:

ℒ𝑀𝑆𝐸 =
1

𝑁

𝑁∑︁
𝑖=1

(𝑦𝑖 − 𝑦𝑖)
2.

1.3.2 Методи оптимiзацiї

Методи оптимiзацiї визначають, як саме використовувати обчисленi
градiєнти для оновлення параметрiв мережi.

Стохастичний градiєнтний спуск (SGD)

Найпростiший метод оптимiзацiї, що оновлює параметри у напрямку,
протилежному градiєнту:

𝜃𝑡+1 = 𝜃𝑡 − 𝜂∇𝜃ℒ(𝜃𝑡),
де 𝜃 — параметри моделi (ваги та змiщення), 𝜂 — швидкiсть навчання
(learning rate), ∇𝜃ℒ — градiєнт функцiї втрат.

SGD з iмпульсом (momentum) покращує збiжнiсть, додаючи
частку попереднього оновлення:

𝑣𝑡+1 = 𝛾𝑣𝑡 + 𝜂∇𝜃ℒ(𝜃𝑡),
𝜃𝑡+1 = 𝜃𝑡 − 𝑣𝑡+1,

де 𝛾 — коефiцiєнт iмпульсу (зазвичай 0.9), 𝑣𝑡 — вектор швидкостi, 𝑣0 = 0.

Adaptive Learning Rate методи

AdaGrad адаптує швидкiсть навчання для кожного параметра:

𝐺𝑡 = 𝐺𝑡−1 + (∇𝜃ℒ(𝜃𝑡))2,
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𝜃𝑡+1 = 𝜃𝑡 −
𝜂√

𝐺𝑡 + 𝜖
∇𝜃ℒ(𝜃𝑡),

де 𝐺𝑡 — сума квадратiв градiєнтiв до моменту 𝑡, 𝜖 — мала константа для
числової стабiльностi (зазвичай 10−8), 𝐺0 = 0.

RMSprop використовує експоненцiйно зважене ковзне середнє ква-
дратiв градiєнтiв:

𝐸[𝑔2]𝑡 = 𝛽𝐸[𝑔2]𝑡−1 + (1− 𝛽)(∇𝜃ℒ(𝜃𝑡))2,

𝜃𝑡+1 = 𝜃𝑡 −
𝜂√︀

𝐸[𝑔2]𝑡 + 𝜖
∇𝜃ℒ(𝜃𝑡),

де 𝛽 — коефiцiєнт згладжування (зазвичай 0.9), 𝐸[𝑔2]0 = 0.

Adam (Adaptive Moment Estimation) комбiнує переваги momentum
та RMSprop:

𝑚𝑡 = 𝛽1𝑚𝑡−1 + (1− 𝛽1)∇𝜃ℒ(𝜃𝑡),
𝑣𝑡 = 𝛽2𝑣𝑡−1 + (1− 𝛽2)(∇𝜃ℒ(𝜃𝑡))2,

𝑚̂𝑡 =
𝑚𝑡

1− 𝛽𝑡
1

, 𝑣𝑡 =
𝑣𝑡

1− 𝛽𝑡
2

,

𝜃𝑡+1 = 𝜃𝑡 −
𝜂√

𝑣𝑡 + 𝜖
𝑚̂𝑡,

де 𝛽1 = 0.9, 𝛽2 = 0.999 — типовi значення, 𝑚0 = 0, 𝑣0 = 0. Корекцiя
змiщення (𝑚̂𝑡, 𝑣𝑡) є критичною на перших кроках навчання. Adam є одним
з найпопулярнiших оптимiзаторiв для навчання CNN завдяки своїй роба-
стностi та ефективностi.

1.3.3 Батч-навчання та епохи

Батч (batch) — це пiдмножина навчальних даних, що використовує-
ться для одного оновлення параметрiв. Розмiр батчу впливає на швидкiсть
збiжностi та стабiльнiсть навчання:

• Малi батчi (16-32): бiльше шуму в градiєнтах, краща генералiзацiя
• Великi батчi (128-256): стабiльнiшi градiєнти, швидше навчання, але

гiрша генералiзацiя

Епоха — один повний прохiд через весь навчальний датасет. Типово
CNN навчаються десятки або сотнi епох.

Mini-batch gradient descent є компромiсом мiж повним батчем
(весь датасет) та стохастичним градiєнтним спуском (один зразок):
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𝜃𝑡+1 = 𝜃𝑡 − 𝜂
1

|𝐵|
∑︁
𝑖∈𝐵

∇𝜃ℒ(𝜃𝑡; 𝑥𝑖, 𝑦𝑖),

де 𝐵 — батч розмiром |𝐵|.
В цiй роботi реалiзовано mini-batch gradient descent: всi експерименти

проводилися з розмiром батчу |𝐵| = 16, що забезпечило компромiс мiж
швидкiстю збiжностi та здатнiстю моделi до узагальнення на нових даних.

1.3.4 Регуляризацiя

Регуляризацiя є ключовим методом запобiгання перенавчанню (over-
fitting) — ситуацiї, коли модель добре працює на навчальних даних, але
погано генералiзує на новi данi.

L2-регуляризацiя (Weight Decay)

Додає штраф за великi значення ваг до функцiї втрат:

ℒ𝑡𝑜𝑡𝑎𝑙 = ℒ𝑑𝑎𝑡𝑎 + 𝜆
∑︁
𝑙

||𝑊 (𝑙)||22 = ℒ𝑑𝑎𝑡𝑎 + 𝜆
∑︁
𝑙

∑︁
𝑖,𝑗

(𝑊
(𝑙)
𝑖,𝑗 )

2,

де 𝜆 — коефiцiєнт регуляризацiї (зазвичай 10−4 - 10−3). Це призводить до
модифiкованого оновлення ваг:

𝑊 (𝑙) ← 𝑊 (𝑙) − 𝜂

(︂
𝜕ℒ𝑑𝑎𝑡𝑎

𝜕𝑊 (𝑙)
+ 2𝜆𝑊 (𝑙)

)︂
= 𝑊 (𝑙)(1− 2𝜂𝜆)− 𝜂

𝜕ℒ𝑑𝑎𝑡𝑎

𝜕𝑊 (𝑙)
.

Саме L2-регуляризацiя використовується в рамках цiєї роботи.

L1-регуляризацiя

Використовує абсолютнi значення ваг, що призводить до розрiджено-
стi:

ℒ𝑡𝑜𝑡𝑎𝑙 = ℒ𝑑𝑎𝑡𝑎 + 𝜆
∑︁
𝑙

||𝑊 (𝑙)||1 = ℒ𝑑𝑎𝑡𝑎 + 𝜆
∑︁
𝑙

∑︁
𝑖,𝑗

|𝑊 (𝑙)
𝑖,𝑗 |.
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Dropout

Dropout випадково «вимикає» частину нейронiв пiд час навчання з
ймовiрнiстю 𝑝 (зазвичай 0.5 для повнозв’язних шарiв, 0.1-0.3 для згортко-
вих). У данiй роботi використовується inverted dropout:

𝑎̃(𝑙) =
1

1− 𝑝
· (𝑎(𝑙) ⊙𝑚), 𝑚 ∼ Bernoulli(1− 𝑝),

де 𝑚 — бiнарна маска, що визначає, якi нейрони залишаються активними.

Масштабування на 1
1−𝑝 пiд час навчання гарантує, що пiд час те-

стування (коли dropout не застосовується) очiкуванi значення активацiй
залишаються незмiнними. Dropout дiє як ансамбль багатьох пiдмереж i
значно покращує генералiзацiю.

1.3.5 Iнiцiалiзацiя ваг

Правильна iнiцiалiзацiя ваг критична для успiшного навчання глибо-
ких мереж. Погана iнiцiалiзацiя може призвести до зникнення або вибуху
градiєнтiв.

Xavier/Glorot iнiцiалiзацiя [19] для шарiв з tanh або sigmoid:

𝑊𝑖𝑗 ∼ 𝒰
(︂
−
√︂

6

𝑛𝑖𝑛 + 𝑛𝑜𝑢𝑡
,

√︂
6

𝑛𝑖𝑛 + 𝑛𝑜𝑢𝑡

)︂
,

де 𝒰(𝑎, 𝑏) — рiвномiрний розподiл на iнтервалi [𝑎, 𝑏].

He iнiцiалiзацiя [18] для шарiв з ReLU та Leaky ReLU активацiєю:

𝑊𝑖𝑗 ∼ 𝒩
(︂
0,

√︂
2

𝑛𝑖𝑛

)︂
,

де𝒩 (𝜇, 𝜎) — нормальний розподiл з середнiм 𝜇 та стандартним вiдхиленням
𝜎, 𝑛𝑖𝑛 — кiлькiсть входiв до шару, 𝑛𝑜𝑢𝑡 — кiлькiсть виходiв.

Змiщення 𝑏 зазвичай iнiцiалiзуються нулями: 𝑏 = 0.

1.3.6 Валiдацiя та запобiгання перенавчанню

Для коректної оцiнки продуктивностi моделей датасет MNIST роздi-
ляється на три незалежнi множини:

• Навчальна вибiрка (training set) — використовується для онов-
лення ваг мережi пiд час тренування кожної архiтектури (50,000
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зображень)
• Валiдацiйна вибiрка (validation set) — використовується для

обчислення фiтнес-функцiї генетичного алгоритму та монiторингу
процесу еволюцiї (10,000 зображень)

• Тестова вибiрка (test set) — використовується виключно для фi-
нальної незалежної оцiнки найкращої знайденої архiтектури (10,000
зображень)

Такий розподiл забезпечує коректнiсть експериментальної оцiнки:
генетичний алгоритм оптимiзує архiтектури на основi валiдацiйної точностi,
не маючи доступу до тестової вибiрки, що запобiгає витоку iнформацiї (data
leakage) та гарантує об’єктивнiсть фiнальних результатiв.

Early stopping застосовується пiд час навчання кожної архiтектури:
процес зупиняється, якщо точнiсть на валiдацiйнiй вибiрцi не покращу-
ється протягом заданої кiлькостi епох (patience parameter), що запобiгає
перенавчанню та економить обчислювальнi ресурси.

На етапi розробки та налагодження системи для прискорення експе-
риментiв використовується зменшена вибiрка, що становить 1% вiд повного
датасету (600 зображень), розподiлена у тих самих пропорцiях. Фiнальнi
результати та висновки базуються на експериментах з повним датасетом
MNIST.

1.3.7 Класичнi архiтектури CNN

LeNet-5 (1998) [13]— пiонерська архiтектура, розроблена Яном Леку-
ном для розпiзнавання рукописних цифр. Складається з семи шарiв: два
згорткових шари з subsampling, за якими слiдують три повнозв’язних шари.
Вхiдне зображення має розмiр 32 × 32 пiкселi (градацiї сiрого). LeNet-5
продемонструвала ефективнiсть CNN для задач розпiзнавання образiв, але
була обмежена малою глибиною та обчислювальними ресурсами того часу

Рис. 1.2. Архiтектура LeNet-5 [11]

AlexNet (2012) [14] стала революцiйною архiтектурою, яка виграла
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змагання ImageNet-2012 з величезним вiдривом. Вона мiстить 8 шарiв (5
згорткових i 3 повнозв’язних) i близько 60 мiльйонiв параметрiв. AlexNet
популяризувала використання ReLU замiсть sigmoid/tanh активацiй, за-
стосувала dropout для запобiгання перенавчанню та продемонструвала
ефективнiсть навчання на GPU.

Рис. 1.3. Архiтектура AlexNet [11]

VGG-16 (2014) [15] дослiджувала вплив глибини мережi на її проду-
ктивнiсть. Архiтектура використовує виключно маленькi 3× 3 згортковi
фiльтри, якi застосовуються послiдовно для досягнення бiльшого реце-
птивного поля. VGG-16 мiстить 16 шарiв з вагами (13 згорткових i 3 пов-
нозв’язних) та близько 138 мiльйонiв параметрiв. Простота та однорiднiсть
архiтектури зробили VGG популярною базовою моделлю.

Рис. 1.4. Архiтектура VGG-16 [11]

ResNet (2015) [16] вирiшила проблему деградацiї градiєнтiв у ду-
же глибоких мережах через запровадження залишкових з’єднань (residual
connections). Цi з’єднання дозволяють градiєнтам поширюватися безпосере-
дньо через шари, що уможливило створення мереж з сотнями шарiв. ResNet
досягла рекордної точностi на ImageNet i стала стандартом для багатьох
завдань комп’ютерного зору.
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Рис. 1.5. Архiтектура ResNet [11]

U-Net (2015) [17] — архiтектура, розроблена Олафом Роннебергером
та його колегами для задач семантичної сегментацiї зображень, особливо у
бiомедичних застосуваннях. На вiдмiну вiд попереднiх архiтектур, призна-
чених для класифiкацiї, U-Net створена для попiксельного передбачення, де
кожен пiксель вихiдного зображення має бути класифiкований. Архiтектура
має характерну U-подiбну форму, що складається з двох основних частин:
encoder (стискаючий шлях) та decoder (розширюючий шлях). Encoder по-
слiдовно зменшує просторову розмiрнiсть через згортковi шари та max
pooling, видiляючи високорiвневi ознаки. Decoder вiдновлює просторову
розмiрнiсть через операцiї upsampling та згортки. Ключовою особливiстю
є skip connections — прямi з’єднання мiж вiдповiдними шарами encoder та
decoder, якi передають просторову iнформацiю з високою роздiльною зда-
тнiстю. Це дозволяє зберегти деталi оригiнального зображення та досягти
точної локалiзацiї. U-Net продемонструвала видатнi результати у сегмен-
тацiї медичних зображень, навiть з невеликими навчальними датасетами,
завдяки використанню аугментацiї даних. Архiтектура мiстить близько 31
мiльйона параметрiв та стала стандартом для задач семантичної сегментацiї
в медичнiй вiзуалiзацiї.
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Рис. 1.6. Архiтектура U-Net [12]

1.4 Методи пошуку оптимальної архiтектури
CNN

Процес проектування архiтектури нейронної мережi традицiйно ви-
магав значної експертизи та емпiричних експериментiв. Автоматизований
пошук архiтектури (Neural Architecture Search, NAS) виник як вiдповiдь на
цю проблему, дозволяючи алгоритмiчно дослiджувати простiр можливих
архiтектур.

1.4.1 Ручне проектування архiтектур

Традицiйний пiдхiд до створення CNN полягає у ручному визначеннi
структури мережi на основi iнтуїцiї, досвiду та емпiричного тестування.
Експерти визначають кiлькiсть шарiв, типи операцiй, розмiри фiльтрiв
та iншi гiперпараметри. Цей процес є часозатратним, вимагає глибоких
знань та часто не гарантує оптимального результату. Бiльшiсть сучасних
архiтектур (LeNet, VGG, ResNet) були створенi саме таким чином.

1.4.2 Пiдходи до автоматизованого пошуку

NAS складається з трьох основних компонентiв: простору пошуку
(search space), що визначає можливi архiтектури; стратегiї пошуку (search
strategy), яка дослiджує цей простiр; та методу оцiнювання продуктивностi
(performance evaluation), що ранжує кандидати.
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Пiдходи на основi навчання з пiдкрiпленням (Reinforcement
Learning) трактують пошук архiтектури як задачу послiдовного прийняття
рiшень. Агент (часто реалiзований як рекурентна нейронна мережа) генерує
архiтектури крок за кроком, приймаючи рiшення про шари, операцiї та
з’єднання. Пiсля створення архiтектури вона навчається та оцiнюється на цi-
льовiй задачi, а результуюча продуктивнiсть (наприклад, точнiсть валiдацiї)
використовується як сигнал винагороди. Класичний приклад — NASNet, що
використовував RL для виявлення високопродуктивних згорткових комiрок,
якi могли бути перенесенi на бiльшi датасети, такi як ImageNet.

Градiєнтнi методи (Gradient-based) трактують простiр пошуку
як неперервний граф, де вибiр архiтектури представлений у виглядi ймовiр-
ностей. DARTS (Differentiable Architecture Search) оптимiзує цi ймовiрностi
за допомогою градiєнтного спуску, що значно зменшує обчислювальну вар-
тiсть пошуку. Цей пiдхiд дозволяє знаходити архiтектури за лiченi години
замiсть днiв або тижнiв.

Еволюцiйнi методи iмiтують процес природного вiдбору для вияв-
лення оптимальних архiтектур. Вони пiдтримують популяцiю кандидатiв,
оцiнюють їхню продуктивнiсть (фiтнес) та селектують найкращi моделi. Но-
вi архiтектури створюються шляхом мутацiї (змiна шарiв, розмiрiв ядер або
з’єднань) та кросовера (комбiнування частин двох архiтектур). Протягом
iтерацiй популяцiя еволюцiонує до кращих дизайнiв.

Вiдомим прикладом є AmoebaNet-A — класифiкатор зображень, що
перевершив багато архiтектур, спроектованих вручну. Дослiдження Large-
Scale Evolution of Image Classifiers продемонструвало, що чистi еволюцiйнi
методи можуть конкурувати з моделями, створеними людиною, за умови
достатнiх обчислювальних ресурсiв.
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РОЗДIЛ 2

РОЗРОБЛЕННЯ ТА РЕАЛIЗАЦIЯ ЗГОРТКОВОЇ
НЕЙРОННОЇ МЕРЕЖI НА JAVA

2.1 Загальна структура системи

Система автоматичного пошуку архiтектури CNN реалiзована на
мовi Java без використання стороннiх бiблiотек машинного навчання. Така
архiтектура рiшення забезпечує повний контроль над процесом навчання та
дозволяє детально дослiдити внутрiшнi механiзми роботи нейронної мережi.

Основу системи складає об’єктно-орiєнтована архiтектура з чiткою
iєрархiєю класiв. Абстрактний базовий клас Layer визначає спiльний iн-
терфейс для всiх типiв шарiв нейронної мережi. Вiд нього успадковую-
ться три конкретнi реалiзацiї: ConvolutionLayer для згорткових операцiй,
MaxPoolLayer для операцiй пiдвибiрки та FullyConnectedLayer для пов-
нозв’язних шарiв.

Рис. 2.1. Iєрархiчна структура класiв шарiв

Iнтерфейс Activation визначає загальну структуру функцiй актива-
цiї, з конкретними реалiзацiями ReLU, LeakyReLU та Sigmoid.
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Рис. 2.2. Iєрархiчна структура класiв функцiй активацiї

Головним класом, який об’єднує цi шари у мережу та керує навча-
нням, є клас NeuralNetwork, а для зручного конструювання архiтектури
використовується клас-будiвельник NetworkBuilder.

2.1.1 Базовий клас Layer

Клас Layer реалiзує патерн двозв’язного списку через атрибути nextLayer
та previousLayer, що дозволяє ефективно передавати данi в обох напрям-
ках: вперед пiд час прямого проходу та назад пiд час зворотного поширення
помилки. Основнi абстрактнi методи включають getOutput() для реалiзацiї
forward propagation та backPropagation() для backward propagation.

Для забезпечення сумiсностi мiж рiзними типами шарiв клас мiстить
допомiжнi методи matrixToVector() та vectorToMatrix() , якi перетво-
рюють данi мiж матричним представленням (для згорткових шарiв) та
векторним (для повнозв’язних шарiв). Метод matrixToVector() послiдовно
копiює елементи всiх матриць у одновимiрний масив, зберiгаючи просто-
рову структуру даних. Зворотна операцiя vectorToMatrix() вiдновлює
матричне представлення з вектора, використовуючи заданi розмiри.

2.2 Реалiзацiя згорткового шару

Згортковий шар є основним будiвельним блоком CNN, який виконує
операцiю згортки — обчислення скалярного добутку мiж ядром (фiльтром)
та локальною областю входу.
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2.2.1 Структура та параметри

Клас ConvolutionLayer реалiзує операцiю згортки для багатоканаль-
них зображень. Основними параметрами є розмiр фiльтрiв 𝑘 × 𝑘, кiлькiсть
фiльтрiв 𝐹 , крок зсуву (stride) 𝑠, padding 𝑝, а також функцiя активацiї.
Кожен фiльтр мiстить ваги у виглядi тривимiрної матрицi розмiрностi
[𝑖𝑛𝐿𝑒𝑛𝑔𝑡ℎ× 𝑘 × 𝑘] та скаляр змiщення (bias).

Розмiр вихiдної карти ознак пiсля операцiї згортки обчислюється
таким чином:

𝐻𝑜𝑢𝑡 =

⌊︂
𝐻𝑖𝑛 − 𝑘 + 2𝑝

𝑠

⌋︂
+ 1, 𝑊𝑜𝑢𝑡 =

⌊︂
𝑊𝑖𝑛 − 𝑘 + 2𝑝

𝑠

⌋︂
+ 1,

де 𝐻𝑖𝑛,𝑊𝑖𝑛 — висота та ширина вхiдних карт ознак, 𝑘 — розмiр фiльтра, 𝑝
— padding, 𝑠 — stride.

2.2.2 Прямий прохiд згорткового шару

Пiд час прямого проходу для кожного вхiдного зразка i для кожного
фiльтра виконується операцiя згортки вiдповiдно до формули:

(𝑌 *𝑊𝑓)𝑖,𝑗 =
𝐶−1∑︁
𝑐=0

𝑘−1∑︁
𝑚=0

𝑘−1∑︁
𝑛=0

𝑌𝑐,𝑖·𝑠+𝑚,𝑗·𝑠+𝑛 ·𝑊𝑓,𝑐,𝑚,𝑛,

де 𝑌 ∈ R𝐶×𝐻𝑖𝑛×𝑊𝑖𝑛 — вхiднi карти ознак з 𝐶 каналами, а 𝑊𝑓 — фiльтр
номер 𝑓 .

Пiсля згортки додається змiщення 𝑏𝑓 , а потiм застосовується функцiя
активацiї 𝑓 :

𝐴𝑓,𝑖,𝑗 = 𝑓 ((𝑌 *𝑊𝑓)𝑖,𝑗 + 𝑏𝑓) .

Цей процес повторюється для усiх фiльтрiв i для усiх зразкiв батчу.
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Рис. 2.3. Операцiя згортки

Згортковi шари виявляють локальнi паттерни, такi як краї, текс-
тури та форми. Першi шари розпiзнають простi ознаки, а глибшi шари
комбiнують їх у складнiшi представлення.

2.2.3 Зворотне поширення через згортковий шар

Зворотне поширення реалiзовано для батчiв розмiром 𝑁 . Для кожного
зразка обчислюється локальний градiєнт вiдносно виходу шару 𝛿, що є
похiдною втрат по активацiї пiсля застосування функцiї активацiї:

𝛿
(𝑙)
𝑓,𝑖,𝑗 =

𝜕ℒ
𝜕𝑧

(𝑙)
𝑓,𝑖,𝑗

=
𝜕ℒ

𝜕𝑎
(𝑙)
𝑓,𝑖,𝑗

· 𝑓 ′(𝑧(𝑙)𝑓,𝑖,𝑗),

де 𝑧
(𝑙)
𝑓,𝑖,𝑗 — зважена сума перед активацiєю.

Градiєнти по фiльтрах обчислюються як кореляцiя мiж вхiдними
картами ознак та сигнальним градiєнтом помилки:

𝜕ℒ
𝜕𝑊𝑓,𝑐,𝑚,𝑛

=
1

𝑁

𝑁∑︁
𝑏=1

∑︁
𝑖,𝑗

𝛿
(𝑙,𝑏)
𝑓,𝑖,𝑗 ·𝑋

(𝑏)
𝑐,𝑖·𝑠+𝑚,𝑗·𝑠+𝑛,

де 𝑋(𝑏) — вхiднi карти ознак 𝑏-го зразка батчу.

Градiєнт вiдносно входу шару передається на попереднiй шар через
повну згортку градiєнта помилки з перевернутими за просторовими осями
фiльтрами:

𝜕ℒ
𝜕𝑋

(𝑏)
𝑐,𝑖,𝑗

=
∑︁
𝑓

∑︁
𝑚,𝑛

𝛿
(𝑙,𝑏)
𝑓,𝑚,𝑛 ·𝑊𝑓,𝑐,(𝑖−𝑚·𝑠),(𝑗−𝑛·𝑠),

пiдсумовування здiйснюється по обмеженiй областi, де фiльтр накладається
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на позицiю (𝑖,𝑗).

Градiєнти по змiщенням обчислюються як:

𝜕ℒ
𝜕𝑏𝑓

=
1

𝑁

𝑁∑︁
𝑏=1

∑︁
𝑖,𝑗

𝛿
(𝑙,𝑏)
𝑓,𝑖,𝑗.

Пiсля обчислення цих градiєнтiв параметри фiльтрiв i змiщень онов-
люються за правилом градiєнтного спуску iз врахуванням коефiцiєнта
швидкостi навчання 𝜂 i L2-регуляризацiї зi змiнною 𝜆:

𝑊 := 𝑊 − 𝜂

(︂
𝜕ℒ
𝜕𝑊

+ 𝜆𝑊

)︂
, 𝑏 := 𝑏− 𝜂

𝜕ℒ
𝜕𝑏

.

Для оптимiзацiї обчислень у процесi зворотного проходу використо-
вуються допомiжнi методи для обробки паддiнгу, розвороту фiльтрiв i
розширення вхiдних даних.

Завдяки рекурсивнiй архiтектурi класу, градiєнти для попереднього
шару передаються викликом методу backPropagationBatch(), що забезпе-
чує поширення помилки крiзь усю мережу.

2.3 Реалiзацiя повнозв’язного шару

Пiсля декiлькох згорткових i pooling шарiв, якi виконують функцiю
екстракцiї ознак, зазвичай використовуються повнозв’язнi (fully connected)
шари для класифiкацiї або регресiї. У цих шарах кожен нейрон з’єднаний з
усiма нейронами попереднього шару, що дозволяє iнтегрувати iнформацiю
з рiзних частин зображення для прийняття фiнального рiшення.

Рис. 2.4. Повнозв’язний шар

Перед першим повнозв’язним шаром ба-
гатовимiрний вихiд згорткових шарiв пере-
творюється у одновимiрний вектор (операцiя
flatten). Повнозв’язнi шари працюють анало-
гiчно до класичних багатошарових перцептро-
нiв:

𝑎(𝑙) = 𝑓(𝑊 (𝑙)𝑎(𝑙−1) + 𝑏(𝑙)),

де всi елементи матрицi 𝑊 (𝑙) є навчальними
параметрами.
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2.3.1 Структура та параметри

Клас FullyConnectedLayer реалiзує повнозв’язний (fully connected)
шар згiдно з класичною матричною моделлю. Основними параметрами є
розмiри вхiдного вектору 𝑛𝑖𝑛 i кiлькiсть вихiдних нейронiв 𝑛𝑜𝑢𝑡, матриця ваг
𝑊 ∈ R𝑛𝑖𝑛×𝑛𝑜𝑢𝑡, вектор змiщень 𝑏 ∈ R𝑛𝑜𝑢𝑡, а також об’єкт функцiї активацiї.

Для пiдтримки навчання з батчами клас зберiгає послiдовностi остан-
нiх вхiдних векторiв (lastXBatch) i промiжних зважених сум (lastZBatch),
що використовуються пiд час зворотного проходу.

Iнiцiалiзацiя ваг вибирається залежно вiд функцiї активацiї: для ReLU,
LeakyReLU та лiнiйної активацiї застосовується iнiцiалiзацiя за Хе (He initi-
alization), а для сигмоїдної функцiї — iнiцiалiзацiя Ксав’єра (Xavier initiali-
zation).

2.3.2 Прямий прохiд

Прямий прохiд для кожного вхiдного вектора 𝑎(𝑙−1) ∈ R𝑛𝑖𝑛 та ваг 𝑊 (𝑙)

реалiзується формулою:

𝑧(𝑙) = 𝑊 (𝑙)𝑇𝑎(𝑙−1) + 𝑏(𝑙),

де 𝑧(𝑙) ∈ R𝑛𝑜𝑢𝑡 — зважена сума на шарi 𝑙.

Застосовується функцiя активацiї:

𝑎(𝑙) = 𝑓 (𝑙)(𝑧(𝑙)),

де 𝑓 (𝑙) — обрана функцiя активацiї для шару.

У реалiзацiї оптимiзовано матричний добуток, пропускаючи нульовi
елементи вхiдного вектора, що є особливо ефективним при зустрiчi розрi-
джених даних (наприклад, пiсля ReLU активацiї чи пулiнгу).

2.3.3 Зворотне поширення

Зворотне поширення реалiзоване для батчiв розмiром 𝑁 . Для кожного
зразка батчу обчислюється локальна похибка як поелементний добуток
градiєнта втрат по виходу шару на похiдну функцiї активацiї:

𝛿(𝑙) =
𝜕ℒ
𝜕𝑎(𝑙)

⊙ 𝑓 ′(𝑙)(𝑧(𝑙)),

де ⊙ — поелементне множення (Hadamard product).
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У наступному кроцi обчислюється градiєнт вiдносно вхiдних даних
шару:

𝜕ℒ
𝜕𝑎(𝑙−1)

= 𝑊 (𝑙)𝛿(𝑙).

Градiєнти вiдносно ваг обчислюються для всього батчу як середнє
арифметичне по зразках:

𝜕ℒ
𝜕𝑊 (𝑙)

=
1

𝑁
(𝑎(𝑙−1))𝑇 𝛿(𝑙),

де 𝑎(𝑙−1) — матриця з вхiдними векторами батчу, 𝛿(𝑙) — матриця з векторами
локальної похибки.

Градiєнт по змiщеннях:

𝜕ℒ
𝜕𝑏(𝑙)

=
1

𝑁

𝑁∑︁
𝑖=1

𝛿
(𝑙)
𝑖 .

Оновлення параметрiв виконується за правилом градiєнтного спуску
з урахуванням L2-регуляризацiї:

𝑊 (𝑙) := 𝑊 (𝑙) − 𝜂

(︂
𝜕ℒ

𝜕𝑊 (𝑙)
+ 𝜆𝑊 (𝑙)

)︂
,

𝑏(𝑙) := 𝑏(𝑙) − 𝜂
𝜕ℒ
𝜕𝑏(𝑙)

,

де 𝜂 — швидкiсть навчання, 𝜆 — коефiцiєнт L2-регуляризацiї.

Пiсля оновлення ваг, локальний градiєнт 𝜕ℒ
𝜕𝑎(𝑙−1) передається попере-

дньому шару для продовження процесу backpropagation.

2.3.4 Рекурсивна архiтектура

Метод getOutputBatch() реалiзує рекурсивний forward pass по мережi,
передаючи вихiднi значення поточного шару на вхiд наступного.

Метод backPropagationBatch() виконує рекурсивний backward pass,
отримуючи пачку градiєнтiв i поширюючи помилку назад через всi шари
мережi послiдовно.
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2.4 Реалiзацiя шару Max Pooling

Pooling (субдискретизацiя або пiдвибiрка) — це операцiя зменшен-
ня просторової розмiрностi карт ознак, що забезпечує iнварiантнiсть до
невеликих трансформацiй та зменшує обчислювальну складнiсть. Найпо-
ширенiшим типом є max pooling, який вибирає максимальне значення у
кожному вiкнi:

𝑦𝑖,𝑗 = max
0≤𝑚<𝑝,0≤𝑛<𝑝

𝑥𝑖·𝑠+𝑚,𝑗·𝑠+𝑛,

де 𝑝 — розмiр вiкна pooling (зазвичай 2× 2), 𝑠 — stride (зазвичай дорiвнює
𝑝).

Розмiр виходу пiсля max pooling:

𝐻𝑜𝑢𝑡 =

⌊︂
𝐻𝑖𝑛 − 𝑝

𝑠

⌋︂
+ 1, 𝑊𝑜𝑢𝑡 =

⌊︂
𝑊𝑖𝑛 − 𝑝

𝑠

⌋︂
+ 1.

Iншi поширенi варiанти — average pooling, який обчислює середнє
значення у вiкнi:

𝑦𝑖,𝑗 =
1

𝑝2

𝑝−1∑︁
𝑚=0

𝑝−1∑︁
𝑛=0

𝑥𝑖·𝑠+𝑚,𝑗·𝑠+𝑛.

Операцiї pooling не мають навчальних параметрiв, але вiдiграють
важливу роль у досягненнi просторової iнварiантностi та контролi перена-
вчання (overfitting).

Рис. 2.5. Операцiї pooling

2.4.1 Структура та параметри

Клас MaxPoolLayer реалiзує операцiю пiдвибiрки (max pooling) для
вхiдних карт ознак з параметрами: розмiр вiкна пулiнгу 𝑤×𝑤 (windowSize)
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та крок зсуву (stride) 𝑠. Вхiднi данi представленi у виглядi багатоканальних
карт ознак з розмiрами 𝐶 ×𝐻𝑖𝑛 ×𝑊𝑖𝑛.

Розмiри вихiдної карти ознак обчислюються за формулами:

𝐻𝑜𝑢𝑡 =

⌊︂
𝐻𝑖𝑛 − 𝑤

𝑠

⌋︂
+ 1, 𝑊𝑜𝑢𝑡 =

⌊︂
𝑊𝑖𝑛 − 𝑤

𝑠

⌋︂
+ 1,

де 𝐻𝑖𝑛,𝑊𝑖𝑛 — висота i ширина вхiдних карт, 𝑤 — розмiр вiкна, 𝑠 — stride.

Для пiдтримки зворотного проходу зберiгаються iндекси максималь-
них елементiв у кожному вiкнi пулiнгу для кожного зразка батчу, що значно
спрощує та оптимiзує обчислення градiєнтiв.

2.4.2 Прямий прохiд

При прямому проходi для кожного вiкна розмiром 𝑤×𝑤 по кожнiй кар-
тi ознак обирається максимальне значення всерединi цього вiкна. Цi макси-
муми формують вiдповiднi елементи вихiдної карти ознак 𝐴 ∈ R𝐶×𝐻𝑜𝑢𝑡×𝑊𝑜𝑢𝑡.

Рис. 2.6. Операцiя Max Pooling

Для батча розмiром 𝑁 , операцiя виконується послiдовно для кожного
зразка, для кожного каналу, та кожної позицiї вхiдної карти ознак.

2.4.3 Зворотне поширення

Пiд час зворотного проходу градiєнт втрат по виходу шару 𝛿(𝑙) поши-
рюється лише до позицiй, де був обраний максимум пiд час forward pass.
Формально для кожного зразка батча:

𝜕ℒ
𝜕𝑋𝑐,𝑖,𝑗

=

{︃
𝛿
(𝑙)
𝑐,𝑟,𝑠, якщо (𝑖,𝑗) є позицiєю максимуму у 𝑤 × 𝑤 вiкнi,
0, iнакше,
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де (𝑟, 𝑠) — позицiя елемента у вихiднiй картi ознак, що вiдповiдає вiкну, у
якому знаходиться (𝑖, 𝑗).

Завдяки збереженню iндексiв максимумiв у пiд час прямого проходу,
зворотний поширення виконується ефективно, коректно передаючи градiєн-
ти попередньому шару.

Для батчевої обробки повертаються батчi карт з градiєнтами вiдпо-
вiдних розмiрiв.

2.4.4 Особливостi реалiзацiї

• Реалiзацiя використовує рекурсивнi виклики методiв getOutputBatch()
та backPropagationBatch(), що дозволяє легко iнтегрувати шар у
мережу будь-якої глибини.

• Збереженi масиви iндексiв максимумiв забезпечують модульнiсть та
ефективнiсть обчислень.

• Кiлькiсть параметрiв в шарi вiдсутня, оскiльки max pooling не має
навчальних ваг.

2.5 Алгоритм навчання мережi

2.5.1 Принципи роботи алгоритму

Навчання згорткової нейронної мережi базується на послiдовному
виконаннi трьох основних етапiв: прямого проходу (forward pass), обчислення
функцiї втрат, а потiм зворотного проходу (backward pass) для оновлення
ваг.

Пiд час прямого проходу мережею пропускається батч вхiдних зразкiв,
пiсля чого отримується набiр вихiдних значень. Функцiя втрат (наприклад,
крос-ентропiя) обчислюється шляхом порiвняння передбачень мережi з
iстинними мiтками.

Зворотне поширення використовує градiєнти функцiї втрат для ко-
жного параметра мережi, якi обчислюються рекурсивно шарами методом
backPropagationBatch(), що дозволяє ефективно оновлювати параметри.

2.5.2 Рекурсивне поширення сигналiв помилки

Кожен шар реалiзує методи getOutputBatch() для прямого проходу
батчу та backPropagationBatch() для зворотного проходу. Цi методи ви-
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кликають аналогiчнi методи наступного або попереднього шару, створюючи
рекурсивний ланцюжок передачi даних та сигналiв помилок.

Такий пiдхiд дозволяє модульно реалiзувати довiльну кiлькiсть шарiв
та гнучко формувати мережеву архiтектуру без жорсткого зв’язування
зовнiшнього коду.

2.5.3 Особливостi обробки батчiв

Навчання вiдбувається на батчах розмiром 𝑁 , що забезпечує баланс
мiж якiстю оцiнки градiєнтiв та розмiрнiстю пам’ятi.

Градiєнти для параметрiв усереднюються по всiх зразках батчу, що
стабiлiзує процес навчання та сприяє кращiй узагальнювальнiй здатностi
мережi.

Модель пiдтримує обробку батчiв на рiвнi основних класiв шарiв,
зокрема, збереження промiжних значень для всiх зразкiв використовується
для точного обчислення локальних градiєнтiв.

2.5.4 Регуляризацiя та iнiцiалiзацiя ваг

Для запобiгання перенавчанню використовується L2-регуляризацiя ваг
зi змiнною коефiцiєнта регуляризацiї 𝜆: пiд час обчислення нового значення
ваг до градiєнта додається додатковий доданок, пропорцiйний самим вагам.

𝑊 := 𝑊 − 𝜂

(︂
𝜕ℒ
𝜕𝑊

+ 𝜆𝑊

)︂
.

Завдяки цьому ваги не можуть надмiрно збiльшуватися, i модель краще
узагальнює данi.

Iнiцiалiзацiя ваг здiйснюється залежно вiд типу шару та функцiї акти-
вацiї: для згорткових та повнозв’язних шарiв з ReLU-подiбними активацiями
використовується iнiцiалiзацiя за Хе (He initialization [18]), яка базується на
розподiлi з урахуванням кiлькостi вхiдних зв’язкiв.

Для шарiв з сигмоїдною активацiєю застосовується iнiцiалiзацiя Ксав’єра
(Xavier initialization [19]), яка оптимiзує розподiл початкових ваг для ста-
бiльностi сигналiв у мережi.
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РОЗДIЛ 3

ГЕНЕТИЧНИЙ АЛГОРИТМ ДЛЯ ПОШУКУ
ОПТИМАЛЬНОЇ АРХIТЕКТУРИ CNN

3.1 Еволюцiйний пiдхiд

У данiй роботi обрано еволюцiйний пiдхiд на основi генетичних алго-
ритмiв з наступних причин:

• Глобальний пошук: генетичнi алгоритми ефективно дослiджують ве-
ликi дискретнi простори пошуку та менш схильнi до застрягання в
локальних оптимумах порiвняно з градiєнтними методами.

• Дискретна природа: архiтектура CNN складається з дискретних ком-
понентiв (типи шарiв, розмiри фiльтрiв), що природно вiдповiдає
еволюцiйному представленню.

• Незалежнiсть вiд диференцiйовностi: на вiдмiну вiд градiєнтних ме-
тодiв, еволюцiйнi алгоритми не вимагають, щоб простiр пошуку був
диференцiйованим.

• Паралелiзацiя: популяцiйний характер дозволяє одночасно оцiнювати
декiлька архiтектур.

• Гнучкiсть: легко адаптуються пiд рiзнi цiльовi функцiї та обмеження.

Хоча еволюцiйнi методи можуть бути обчислювально затратними че-
рез необхiднiсть навчання багатьох архiтектур, вони демонструють хорошу
збiжнiсть та здатнiсть знаходити несподiванi, високоефективнi рiшення.

3.1.1 Генетичнi алгоритми

Генетичнi алгоритми (Genetic Algorithms, GA) є метаевристичними
методами оптимiзацiї, натхненими процесами природного вiдбору та ево-
люцiї [20]. Вони належать до класу еволюцiйних обчислень та ефективно
розв’язують складнi оптимiзацiйнi задачi, де традицiйнi методи можуть
бути неефективними.

Генетичний алгоритм працює з популяцiєю потенцiйних розв’язкiв
(особин), кожен з яких представлений у виглядi хромосоми - закодованого
представлення архiтектури CNN. Алгоритм iтеративно покращує популяцiю,
застосовуючи оператори, що iмiтують генетичнi процеси: селекцiю, кросовер
та мутацiю.
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3.2 Структура кодування архiтектури

3.2.1 Представлення хромосоми

На вiдмiну вiд простого лiнiйного представлення, реальна реалiзацiя
використовує структурований пiдхiд, де хромосома складається з набору
генiв шарiв (LayerGene), кожен з яких повнiстю описує один шар мережi з
усiма його параметрами.

Хромосома представляється як впорядкований список генiв:

Conv(8,3×3,same,ReLU) → Pool → Conv(16,5×5,valid,Sigmoid) →
→ FC(128,ReLU) → FC(10,Linear)

Conv(4,5×5,valid,ReLU) → Conv(8,3×3,same,ReLU) → Pool →
→ Conv(16,3×3,same,ReLU) → FC(10,Linear)

Conv(16,3×3,same,LeakyReLU) → Pool → Conv(32,5×5,valid,ReLU) →
→ Pool → FC(256,ReLU) → FC(10,Linear)

3.2.2 Типи шарiв та гени

У реалiзацiї передбаченi три основних типи шарiв, кожен з яких має
вiдповiдний набiр параметрiв:

Згортковi шари (CONVOLUTION):

• Кiлькiсть фiльтрiв (filters): допустимi значення {8, 16, 32, 64, 128}.
• Розмiр ядра (kernel size): допустимi значення {3, 5, 7}.
• Функцiя активацiї (activation): {ReLU, LeakyReLU, Sigmoid}.
• Padding: Same (з розширенням на (filterSize - 2) / 2) або Valid (без

розширення)
• Stride: {1, 2}.

Шари max-pooling (MAX_POOL):

• Розмiр вiкна (pool window): {2, 3}.
• Stride: {1, 2}.
• Максимальна кiлькiсть шарiв pooling: 3 (для забезпечення достатнього

зменшення просторових розмiрiв).

Повнозв’язнi шари (FULLY_CONNECTED):

• Розмiр шару (fc size) для прихованих шарiв: {64, 128, 256, 512}.
• Функцiя активацiї: {ReLU, LeakyReLU, Sigmoid}.
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• Вихiдний шар завжди має 10 нейронiв (для класифiкацiї 10 цифр
MNIST) з лiнiйною активацiєю.

3.2.3 Обмеження на архiтектуру

Генерацiя архiтектури пiдлягає наступним обмеженням для забезпе-
чення валiдностi мереж:

Конволюцiйнi блоки:

• Кiлькiсть згорткових блокiв: вiд 0 до 3.
• Кожен блок складається з одного або декiлькох згорткових шарiв та

опцiонально шару max-pooling.
• Монотонне зростання кiлькостi фiльтрiв: кожен наступний згортковий

шар має кiлькiсть фiльтрiв, не меншу за попереднiй.

Просторовi розмiри:

• Вхiд: 28× 28 (MNIST).
• Пiсля кожної операцiї обраховується новий розмiр:
𝑛𝑒𝑤𝑆𝑖𝑧𝑒 = (𝑖𝑛𝑝𝑢𝑡𝑆𝑖𝑧𝑒− 𝑓𝑖𝑙𝑡𝑒𝑟𝑆𝑖𝑧𝑒+ 2× 𝑝𝑎𝑑𝑑𝑖𝑛𝑔)/𝑠𝑡𝑟𝑖𝑑𝑒+ 1.

• Мiнiмальний допустимий розмiр: 3 × 3 (щоб уникнути надмiрного
зменшення).

• Max-pooling застосовується лише коли просторовий розмiр > 6.

Повнозв’язнi шари:

• Кiлькiсть прихованих FC шарiв: вiд 0 до 2
• Останнiй вихiдний шар завжди присутнiй.

3.3 Популяцiя та iнiцiалiзацiя

Популяцiя - це множина особин (кандидатiв-рiшень), що еволюцiонує
протягом поколiнь. Розмiр популяцiї N є важливим гiперпараметром: мала
популяцiя може не охопити достатню рiзноманiтнiсть, тодi як велика вимагає
бiльше обчислювальних ресурсiв.

3.3.1 Iнiцiалiзацiя популяцiї:

Кожна нова архiтектура генерується випадково з дотриманням всiх
обмежень:

1) Випадково вибирається кiлькiсть згорткових блокiв (вiд 0 до 4)
2) Для кожного блоку:



34

• Генерується згортковий шар з випадковими параметрами в допу-
стимих межах

• 3 ймовiрнiстю, визначеною просторовими розмiрами, додається
max-pooling

3) Генерується вiд 0 до 2 прихованих повнозв’язних шарiв
4) Вихiдний шар з 10 нейронiв та лiнiйною активацiєю

Така стратегiя iнiцiалiзацiї гарантує, що все початкове населення
складається з валiдних архiтектур, готових до тренування.

3.3.2 Фiтнес-функцiя

На вiдмiну вiд простої точностi, ця реалiзацiя використовує багато-
критерiальну фiтнес-функцiю, що враховує як точнiсть, так i складнiсть
моделi:
𝐹 = 𝐸 + 𝜆 · 𝐶,
де:

• 𝐸 = 100 - Accuracy × 100 - процент помилок на валiдацiйному наборi
• 𝐶 = TotalParameters

100000 - нормалiзована кiлькiсть параметрiв
• 𝜆 = 1 - коефiцiєнт, що визначає важливiсть складностi

Таким чином, фiтнес-функцiя мiнiмiзується генетичним алгоритмом,
балансуючи мiж точнiстю та ефективнiстю моделi.

Приклад обчислення:

• Архiтектура з 98% точнiстю та 250,000 параметрiв: 𝐹 = 2+1×2.5 = 4.5
• Архiтектура з 97% точнiстю та 50,000 параметрiв: 𝐹 = 3+1×0.5 = 3.5

Друга архiтектура вважається краще незважаючи на меншу точнiсть,
оскiльки її менша складнiсть виправдовує незначну втрату точностi.

3.3.3 Механiзм кешування

Для оптимiзацiї обчислювальних затрат реалiзована система кешува-
ння. Якщо архiтектура (представлена як рядок) вже була оцiнена, її фiтнес
береться з кешу без повторного тренування. Це дозволяє значно скоротити
час еволюцiї, оскiльки популяцiя часто переобчислює однаковi архiтектури.
Також, якщо нова згенерована архiтектура уже є в кешi, то генерується
нова, ще не тренована ранiше архiтектура.
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3.4 Селекцiя

Селекцiя визначає, якi особини передадуть свої гени наступному по-
колiнню. У реалiзацiї використовується детермiнiстична селекцiя на основi
елiтизму:

3.4.1 Елiтизм

Найкращi 𝑁elite особин (ELITE_COUNT = 10% вiд населення) ав-
томатично копiюються до наступного поколiння без змiн. Це гарантує,
що найкращi знайденi архiтектури не будуть втраченi та слугуватимуть
основою для подальшої еволюцiї.

3.4.2 Селекцiя для кросовера

Батьки для кросовера вибираються випадково з групи елiтних особин
(першi ELITE_COUNT особин пiсля сортування за фiтнесом). Алгоритм
гарантує, що двi батькiвськi особини завжди рiзнi:

Individual p1 = population.get(RANDOM.nextInt(ELITECOUNT));
Individual p2 = population.get(RANDOM.nextInt(ELITECOUNT));
while (p1.equals(p2)) {

p2 = population.get(RANDOM.nextInt(ELITECOUNT));
}

Якщо пiсля 10 спроб вони все ще однаковi, другий з батькiв вибирається з
усього поколiння.

3.5 Кросовер

Кросовер (схрещування) комбiнує двi батькiвськi хромосоми для ство-
рення нащадкiв. Реалiзацiя використовує одноточковий кросовер на рiвнi
шарiв:

3.5.1 Алгоритм одноточкового кросовера

1) З батькiвських хромосом видаляється останнiй FC шар з 10 нейронiв
(вiн завжди присутнiй).
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2) Визначається точка роздiлу: випадково вибрана позицiя в межах
меншої з двох хромосом.

3) Нащадок складається з:

• Шарiв вiд першої батькiвської хромосоми до точки роздiлу;
• Шарiв вiд другої батькiвської хромосоми вiд точки роздiлу до

кiнця;
• Вихiдного FC шару з 10 нейронiв.

Приклад:

Parent1: [Conv(32,3), Pool, Conv(64,3), FC(128), FC(10)]
Parent2: [Conv(16,5), Conv(32,3), Pool, FC(256), FC(10)]

== точка роздiлу пiсля Conv (32,3) ==
Child1: [Conv(32,3), Conv(32,3), Pool, FC(256), FC(10)]
Child2: [Conv(16,5), Conv(64,3), FC(128), FC(10)]

Такий пiдхiд забезпечує:

• Наслiдування найкращих згорткових структур вiд обох батькiв;
• Збереження топологiї мережi;
• Природну комбiнацiю рiзних архiтектурних характеристик.

3.6 Мутацiя

Мутацiя вносить випадковi змiни у хромосому, пiдтримуючи генетичну
рiзноманiтнiсть та дозволяючи дослiджувати новi областi простору пошуку.

3.6.1 Типи мутацiй

Реалiзацiя передбачає чотири типи мутацiй, кожна з яких застосовує-
ться з певною ймовiрнiстю:

Модифiкацiя згорткового шару (ймовiрнiсть 30%)

• Випадково вибирається згортковий шар.
• Змiнюються його параметри: кiлькiсть фiльтрiв, розмiр ядра, padding,

stride, функцiя активацiї.
• При виборi нової кiлькостi фiльтрiв дотримується обмеження моно-

тонного зростання.

Додавання згорткового шару (ймовiрнiсть 20%)

• Випадково вибирається позицiя в архiтектурi пiсля наявного згортко-
вого шару.
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• Додається новий згортковий шар з випадковими параметрами.
• Перевiряється валiднiсть просторових розмiрiв.

Модифiкацiя max-pooling (ймовiрнiсть 20%)

• 3 ймовiрнiстю 50% видаляється наявний шар max-pooling (якщо є
бiльш нiж один).

• З ймовiрнiстю 50% додається новий шар max-pooling пiсля випадково
вибраного згорткового шару.

Видалення згорткового шару (ймовiрнiсть 30%)

• Видаляється випадково вибраний згортковий шар (якщо залишається
бiльше 2 шарiв).

• Гарантується збереження мiнiмальної структури мережi.

Умови для мутацiй:

• Останнiй вихiдний FC шар з 10 нейронiв нiколи не змiнюється.
• Всi мутованi архiтектури перевiряються на валiднiсть просторових

розмiрiв.
• Якщо операцiя призводить до не валiдної архiтектури, мутацiя вiдхи-

ляється та створюється нова архiтектура.

3.7 Формування нового поколiння

Нове поколiння формується за наступною схемою:

1) Елiтизм: першi 10% вiд населення найкращих особин копiюються без
змiн.

2) Кросовер: 50% нових особин створюються шляхом кросовера елiтних
особин.

3) Мутацiя: 30% нових особин створюються шляхом мутацiї випадково
вибраних особин.

4) Випадковi iммiгранти: залишок популяцiї (10%) заповнюється новими,
повнiстю випадковими архiтектурами.

Розподiл популяцiї в процесi реального експерименту (50 особин):

• Елiтнi особини: 5 (10%)
• Нащадки кросовера: 25 (50%)
• Мутанти: 15 (30%)
• Випадковi iммiгранти: 5 (10%)

Випадковi iммiгранти допомагають запобiгти передчаснiй збiжностi
та дозволяють алгоритму дослiдити новi областi простору пошуку.
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3.8 Загальна схема алгоритму

Генетичний алгоритм працює за наступною схемою:

1) Iнiцiалiзацiя: створення початкової популяцiї N випадкових архiтектур,
що задовольняють всi обмеження.

2) Перевiрка кешу: видалення особин, архiтектури яких вже були оцiненi
(попередження дублювання).

3) Оцiнювання фiтнесу: паралельне тренування та тестування кожної
архiтектури на тренувальному та валiдацiйному наборах, обчислення
фiтнесу.

4) Сортування: впорядкування популяцiї за фiтнесом (вiд меншого до
бiльшого).

5) Селекцiя: вибiр елiтних особин
6) Кросовер: створення нащадкiв шляхом кросовера елiтних особин.
7) Мутацiя: внесення випадкових змiн у вибранi особини.
8) Випадковi iммiгранти: заповнення залишку популяцiї новими архiте-

ктурами.
9) Формування нового поколiння: замiна старої популяцiї новою (зберiга-

ючи елiтнi особини).
10) Перевiрка критерiю зупинки: якщо досягнуто максимальну кiлькiсть

поколiнь, зупинитися; iнакше повернутися до кроку 2.

Паралелiзацiя: На кроку 3 оцiнювання фiтнесу виконуються пара-
лельно з використанням всiх доступних процесорних ядер (IntStream.range().parallel()).
Кешування дозволяє уникнути повторного оцiнювання однакових архiте-
ктур.

3.9 Переваги та обмеження реалiзацiї

Переваги:

• Багатокритерiальна оптимiзацiя: баланс мiж точнiстю та складнiстю
моделi дозволяє знаходити компромiснi рiшення.

• Паралелiзацiя: одночасне оцiнювання декiлькох архiтектур прискорює
пошук.

• Кешування: запобiгання повторному обчисленню однакових архiтек-
тур значно скорочує час еволюцiї.

• Гнучкiсть архiтектури: обмеження є м’якими, що дозволяє дослiджу-
вати широкий простiр можливих мереж.

• Елiтизм з випадковими iммiгранти: забезпечує баланс мiж експлуата-
цiєю кращих рiшень та дослiдженням нових областей.
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Обмеження:

• Обчислювальна вартiсть: кожен iндивiд потребує повного тренування
мережi, що робить еволюцiю часозатратною.

• Гiперпараметри: велика кiлькiсть налаштованих параметрiв (розмiр
популяцiї, кiлькiсть поколiнь, коефiцiєнти мутацiй) впливає на резуль-
тати.

• Вiдсутнiсть теоретичних гарантiй: немає гарантiї збiжностi до гло-
бального оптимуму.

• Залежнiсть вiд простору пошуку: якiсть результатiв залежить вiд
визначення допустимих значень параметрiв та типiв шарiв.

• Стохастичнiсть: результати можуть варiюватися через випадкову при-
роду алгоритму.

3.9.1 Обґрунтування для датасету MNIST

Для експериментiв на датасету MNIST, який є вiдносно простим,
обрана стратегiя iз такими компромiсами:

• Монотонне зростання фiльтрiв: гарантує, що мережа прогресивно
збiльшує перцептивне поле та складнiсть.

• Багатокритерiальна фiтнес-функцiя: з 𝜆 = 1 забезпечує штраф за над-
мiрно складнi мережi, але дозволяє знаходити високоточнi рiшення.

• Невеликi популяцiя та кiлькiсть поколiнь: прискорення процесу ево-
люцiї при обмежених обчислювальних ресурсах.

3.10 Висновки

Реалiзований генетичний алгоритм поєднує класичнi технiки еволю-
цiйної оптимiзацiї з сучасними вдосконаленнями (паралелiзацiя, кешува-
ння, багатокритерiальна оптимiзацiя). Структурована система обмежень
забезпечує, що всi генерованi архiтектури є валiдними та придатними для
ефективного тренування на MNIST. Баланс мiж дослiдженням та експлуа-
тацiєю досягається поєднанням мутацiї, кросовера та випадкових iмiгрантiв,
що дозволяє алгоритму знаходити як локально оптимальнi, так i глобально
конкурентоспроможнi архiтектури.
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РОЗДIЛ 4

ЕКСПЕРИМЕНТАЛЬНА ПЕРЕВIРКА ТА АНАЛIЗ
РЕЗУЛЬТАТIВ

4.1 Умови експерименту

Експериментальна перевiрка проводилася з використанням генетично-
го алгоритму для еволюцiйного пошуку архiтектур згорткових нейронних
мереж. Усi налаштування, що керують генерацiєю, мутацiєю та навчанням
моделей, були винесенi у модуль Constants. Таблиця 4.1 мiстить повний
перелiк використаних параметрiв.

Параметр Значення

Розмiр вхiдного зображення 28× 28

Кiлькiсть класiв 10

Дозволенi розмiри FC-шарiв {64, 128, 256, 512}

Коефiцiєнт нормалiзацiї (scale factor) 255

Параметр LeakyReLU (leak) 0.01

Дозволенi розмiри фiльтрiв {3, 5, 7}

Дозволена кiлькiсть фiльтрiв {4, 8, 16, 32, 64}

Активацiї ReLU, LeakyReLU, Sigmoid

Мiнiмум блокiв Convolution 0

Максимум блокiв Convolution 4

Максимум FC-шарiв 3

Пулiнговi вiкна {2, 3}

Крок пулiнгу {1, 2}

Крок згортки {1, 2}

Learning rate (Sigmoid) 0.1

Learning rate (ReLU/LeakyReLU) 0.01

Learning rate (Fully Connected) 0.01

L2-регуляризацiя 𝜆 0.01
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Розмiр популяцiї 50

Кiлькiсть поколiнь 20

Елiта 10% (5 моделей)

Кросовер 50% (25 моделей)

Мутацiї 30% (15 моделей)

Частка датасету для швидкого фiтнесу 1%

Кiлькiсть епох 5

Batch size 16

Табл. 4.1. Основнi константи та параметри експерименту

Для прискорення еволюцiйного процесу використовувалася паралель-
на обробка: навчання кожної архiтектури виконувалося у багатопоточному
режимi на 16 потоках CPU.

Наприкiнцi еволюцiї всi моделi були збереженi у кеш. Для подальшої
перевiрки передбачено окремий фiнальний етап: додаткове навчання 20
найкращих архiтектур уже на повному навчальному наборi (100% даних
замiсть 1%), що дозволить визначити глобально найкращу архiтектуру серед
знайдених.

4.2 Результати оптимiзацiї

У процесi роботи еволюцiйного алгоритму було згенеровано загалом
1020 архiтектур згорткових нейронних мереж. Серед них 96 моделей вияви-
лися не валiдними (некоректнi комбiнацiї шарiв, неможливiсть побудувати
вихiдний тензор пiсля послiдовностi операцiй тощо), тому вони були автома-
тично вiдсiянi ще до етапу навчання. Решта 924 архiтектур були повноцiнно
навченi та протестованi на заданiй вибiрцi.

Еволюцiйний процес тривав 20 поколiнь. Для оцiнки фiтнесу кожна
архiтектура тренувалася на 1% датасету (MNIST) протягом 5 епох з batch
size = 16. Такий режим дозволив швидко порiвнювати рiзнi архiтектури,
зосереджуючись не на абсолютнiй точностi, а на їх вiдноснiй придатностi
до подальшої оптимiзацiї.

Для вiзуалiзацiї динамiки еволюцiї побудовано графiки змiни фiтнесу
та кiлькостi параметрiв по поколiннях (див. рис. 4.1, 4.2).
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Рис. 4.1. Фiтнес за поколiннями

Рис. 4.2. Кiлькiсть параметрiв за поколiннями

Для глибшого розумiння поведiнки еволюцiйного алгоритму було
проаналiзовано розподiл значень фiтнесу серед усiх згенерованих i валiдних
архiтектур. Такий розподiл дозволяє оцiнити,наскiльки рiвномiрно алгоритм
дослiджував простiр архiтектур i наскiльки рiдкiсними були високоякiснi
рiшення:
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Рис. 4.3. Розподiл значень фiтнесу

На гiстограмi видно, що основна частина архiтектур зосереджена
в дiапазонi 80–90, що вiдповiдає початковим та невдалим архiтектурам.
Найкращi (оптимiзованi) архiтектури мають значно нижчi значення фiтнесу
(лiворуч на графiку, 𝐹 < 20). Окремi вiддаленi значення пов’язанi з дуже
неефективними мережами (з великою кiлькiстю параметрiв).

4.3 Аналiз результатiв

Пiсля завершення еволюцiйного пошуку було вiдiбрано 20 найкращих
архiтектур згiдно з досягнутим значенням фiтнесу. Для незалежної оцiнки
їхньої узагальнювальної здатностi заплановано повторне тренування ко-
жної моделi на повному навчальному наборi MNIST (100% даних, 60 000
зображень). Через обмеження обчислювальних ресурсiв вдалося повнiстю
або частково навчити 18 моделей на одному комп’ютерi та 14 моделей на
iншому. Решта архiтектур виявилися надто “важкими”: час однiєї епохи
сягав десяткiв годин, тому їх доцiльно розглядати як неефективнi з точки
зору мети цiєї роботи – пошуку не лише точної, але й вiдносно легкої для
навчання моделi.
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Графiк 4.4 iлюструє змiну тестової точностi для топових архiтектур у
процесi навчання протягом 10 епох. Через стохастичний характер навча-
ння (рандомна iнiцiалiзацiя ваг, перемiшування батчiв) результати з двох
комп’ютерiв дещо вiдрiзняються: для окремих моделей рiзниця тестової
точностi сягає 2–3%, а iнколи й бiльше. Проте загальна картина зберiгається:
бiльшiсть архiтектур сходяться до адекватних значень (приблизно 0.95), а
декiлька моделей демонструють стабiльне наближення до 0.98.

Рис. 4.4. Тестова точнiсть найкращих архiтектур за епохами на 100% дата-
сету

Цiкавим спостереженням стала поява архiтектури, яка пiд час еволю-
цiї мала доволi хороший фiтнес, але при донавчаннi на повному датасетi
показала лише близько 10% точностi, тобто рiвень випадкового вгадування
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для задачi з 10 класами. При цьому час однiєї епохи для цiєї моделi стано-
вив близько 17 годин. Така поведiнка свiдчить, що навiть низьке значення
фiтнесу на зменшенiй вибiрцi не завжди гарантує успiх при масштабуваннi
на повнi данi, а також пiдкреслює важливiсть врахування обчислювальної
вартостi при виборi архiтектури.

Попри зазначенi проблеми, обидва незалежнi запуски показали узго-
джену тенденцiю: найвищу тестову точнiсть демонструє модель з найбiль-
шою кiлькiстю параметрiв серед дослiджених топових архiтектур, але з
помiрним часом навчання. Її структура виявилася досить простою:

CONVOLUTION (64 фiльтри 5×5, stride = 1, same padding, LeakyReLU) →
→ MAX_POOL (3×3, stride = 1) → FC output (10)

Рис. 4.5. Найкраща архiтектура

Ця архiтектура досягає тестової точностi близько 98% (рис. 4.6) при
адекватному часi однiєї епохи, тому саме її було обрано як “найкращу” для
подальшого аналiзу та побудови графiка точностi по класах (рис. 4.7).

Рис. 4.6. Точнiсть найкращої моделi за епохами
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Рис. 4.7. Точнiсть розпiзнавання класiв для найкращої архiтектури

Як видно з рис. 4.7, найкраща архiтектура демонструє високу та
доволi рiвномiрну якiсть розпiзнавання для всiх класiв: для бiльшостi цифр
точнiсть перевищує 97–98%. Найкращi результати досягнутi для класiв 0
(99,49%) та 1 (99,38%), що є типовим для датасету MNIST, оскiльки цi цифри
мають найменшу внутрiшню варiативнiсть написання. Вiдносно нижчi
значення спостерiгаються для класiв 2 (96,61%) та 9 (95,94%), де частина
помилок пов’язана зi схожiстю контурiв iз iншими цифрами та бiльшою
рiзноманiтнiстю рукописних стилiв. Водночас жоден клас не опускається
нижче 95%, що пiдтверджує здатнiсть моделi надiйно узагальнювати для
всiх типiв рукописних цифр.

Для практичної валiдацiї було протестовано найкращу модель у ре-
жимi реального часу за допомогою iнтерактивного модуля visualization,
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що дає змогу користувачу вводити рукописнi цифри. На рис. 4.8 наведено
приклади результатiв розпiзнавання цифрового вводу.

Рис. 4.8. Приклади роботи iнтерактивного демо для рукописних цифр

Таким чином, еволюцiйний пошук дозволяє автоматично знаходити
архiтектури згорткових нейронних мереж, що мають високу точнiсть i
оптимiзовану складнiсть.

Основнi результати:

• алгоритм дослiдив великий простiр архiтектур (924 валiдних моделей);
• значення фiтнесу систематично зменшувалися протягом 20 поколiнь,

при цьому частина архiтектур вiдсiялася як надто повiльнi для пра-
ктичного використання;

• найкращi моделi пiдтвердили свою якiсть при повноцiнному навчаннi
на 100% даних;

• глобально найкраща архiтектура досягла високої точностi не лише на
тестовому наборi, але й у режимi реального часу.

Отже, пiдхiд еволюцiйної оптимiзацiї показав себе як дiєвий iнстру-
мент для автоматичного пошуку архiтектур CNN та може бути розширений
для складнiших задач i датасетiв.
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ВИСНОВКИ

У цiй роботi був створений i протестований повноцiнний генетичний
алгоритм для пошуку оптимальної архiтектури згорткових нейронних мереж
на датасетi MNIST. В ходi роботи вдалося розробити власну реалiзацiю
CNN i всiх необхiдних еволюцiйних операторiв, а також провести серiю
експериментiв для оцiнки якостi знайдених рiшень.

Основнi результати:

• Здiйснено автоматичний пошук архiтектур CNN, який дозволив знайти
моделi з тестовою точнiстю до 98% без ручного пiдбору гiперпараме-
трiв.

• Згенеровано понад тисячу архiтектур, iз яких вiдiбрано кращi для
повторного навчання на всьому датасетi.

• Доведено, що генетичнi алгоритми можуть ефективно автоматизувати
вибiр структури нейромережi.

• Створене програмне ядро легко розширити для iнших датасетiв та
задач комп’ютерного зору.

Практичний результат роботи — готовий iнструмент для автоматизова-
ної оптимiзацiї нейронних мереж, який може бути корисним для дослiдникiв
та розробникiв без великих знань у глибокому навчаннi.

В майбутньому логiчно масштабувати пiдхiд для складнiших датасетiв
i додати бiльш «економiчнi» критерiї оптимiзацiї (наприклад, час навчання
чи споживану пам’ять). Цiкаво також протестувати систему на реальних
користувацьких даних i iнтегрувати з мобiльними або онлайн-рiшеннями.

Загалом мета роботи досягнута, а результати пiдтверджують доцiль-
нiсть застосування еволюцiйних алгоритмiв для задач автоматичного пошу-
ку архiтектури нейронних мереж.

Результати, викладенi в цiй роботi, були представленi на мiжнароднiй
науково-практичнiй конференцiї «Iнформацiйнi технологiї i автоматизацiя –
2025» [21] i опублiкованi у виглядi тез.
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ДОДАТОК А

Вихiдний код та всi данi: https://github.com/Natanius18/CNN_evolution

https://github.com/Natanius18/CNN_evolution

	ВСТУП
	ТЕОРЕТИЧНІ ОСНОВИ ЗГОРТКОВИХ НЕЙРОННИХ МЕРЕЖ ТА ГЕНЕТИЧНИХ АЛГОРИТМІВ
	Штучні нейронні мережі
	Історичний розвиток
	Структура штучного нейрона
	Пряме та зворотне поширення

	Архітектура згорткових нейронних мереж
	Функції активації

	Навчання згорткових нейронних мереж
	Функції втрат
	Методи оптимізації
	Батч-навчання та епохи
	Регуляризація
	Ініціалізація ваг
	Валідація та запобігання перенавчанню
	Класичні архітектури CNN

	Методи пошуку оптимальної архітектури CNN
	Ручне проектування архітектур
	Підходи до автоматизованого пошуку


	РОЗРОБЛЕННЯ ТА РЕАЛІЗАЦІЯ ЗГОРТКОВОЇ НЕЙРОННОЇ МЕРЕЖІ НА JAVA
	Загальна структура системи
	Базовий клас Layer

	Реалізація згорткового шару
	Структура та параметри
	Прямий прохід згорткового шару
	Зворотне поширення через згортковий шар

	Реалізація повнозв’язного шару
	Структура та параметри
	Прямий прохід
	Зворотне поширення
	Рекурсивна архітектура

	Реалізація шару Max Pooling
	Структура та параметри
	Прямий прохід
	Зворотне поширення
	Особливості реалізації

	Алгоритм навчання мережі
	Принципи роботи алгоритму
	Рекурсивне поширення сигналів помилки
	Особливості обробки батчів
	Регуляризація та ініціалізація ваг


	ГЕНЕТИЧНИЙ АЛГОРИТМ ДЛЯ ПОШУКУ ОПТИМАЛЬНОЇ АРХІТЕКТУРИ CNN
	Еволюційний підхід
	Генетичні алгоритми

	Структура кодування архітектури
	Представлення хромосоми
	Типи шарів та гени
	Обмеження на архітектуру

	Популяція та ініціалізація
	Ініціалізація популяції:
	Фітнес-функція
	Механізм кешування

	Селекція
	Елітизм
	Селекція для кросовера

	Кросовер
	Алгоритм одноточкового кросовера

	Мутація
	Типи мутацій

	Формування нового покоління
	Загальна схема алгоритму
	Переваги та обмеження реалізації
	Обґрунтування для датасету MNIST

	Висновки

	Експериментальна перевірка та аналіз результатів
	Умови експерименту
	Результати оптимізації
	Аналіз результатів

	Висновки
	Список літератури
	ДОДАТОК А

