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В дипломной работе разрабатывается тема «Интеллектуальный анализ 

данных о посещении сайтов для прогнозирования пользовательских 

предпочтений». С развитием конкуренции на рынке предоставления услуг, 

увеличивается и необходимость новых подходов продвижения товаров и 

услуг, каждый бизнес старается сделать свои предложения более 

персонализированными для увлечения отклика среди клиентов. Поэтому 

анализ пользовательского поведения, поиск закономерностей в действиях 

пользователя и прогнозирование следующего его шага, такого как покупки 

товара, клика на рекламе как никогда актуально. В работе рассматриваются 

методы и задачи интеллектуального анализа данных, то есть процесс 

обнаружения подходящих для использования сведений и закономерностей в 

больших наборах данных, а именно, построение рекомендательных систем, 

основные подходы к их построению, характерные проблемы и метрики 

оценки качества рекомендательных систем. 

В результате проведённых в работе исследований  был проведен анализ 

методов создания рекомендательных систем. В дипломной работе были 

сформированы требования к рекомендательной системе, была построена 

система для сбора данных об активностях пользователя, был произведен сбор 

данных об активностях пользователей сайта генерации QR-кодов, произведен 

первичный анализ данных, разработаны несколько модификаций модели на 

основе рекуррентных нейронных сетей. Была получена модель показавшая  

наивысшую точность среди разработанных моделей. 
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У дипломній роботі розробляється тема «Інтелектуальний аналіз даних 

про відвідування сайтів для прогнозування користувацьких переваг». З 

розвитком конкуренції над ринком надання послуг, збільшується 

необхідність нових підходів просування товарів та послуг, кожен бізнес 

намагається зробити свої пропозиції більш персоналізованими для 

захоплення відгуку серед клієнтів. Тому аналіз користувача поведінки, 

пошук закономірностей у діях користувача та прогнозування наступного 

його кроку, такого як покупки товару, кліка на рекламі як ніколи актуально. 

У роботі розглядаються методи та завдання інтелектуального аналізу даних, 

тобто процес виявлення відповідних для використання відомостей та 

закономірностей у великих наборах даних, а саме, побудова рекомендаційних 

систем, основні підходи до їх побудови, характерні проблеми та метрики 

оцінки якості рекомендаційних систем. 

В результаті проведених у роботі досліджень було проведено аналіз 

методів створення рекомендаційних систем. У дипломній роботі були 

сформовані вимоги до рекомендаційної системи, була побудована система 

для збору даних про активності користувача, було проведено збір даних про 

активності користувачів сайту генерації QR-кодів, проведено первинний 

аналіз даних, розроблено кілька модифікацій моделі на основі рекурентних 

нейронних мереж. Була отримана модель, що показала найвищу точність 

серед розроблених моделей. 
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In the thesis, the topic is being developed "Intelligent analysis of data on 

visits to sites to predict user preferences." With the development of competition in 

the market for providing services, the need for new approaches to promoting goods 

and services is increasing, each business is trying to make its offers more 

personalized in order to attract a response from customers. Therefore, analyzing 

user behavior, searching for patterns in user actions and predicting his next step, 

such as buying a product, clicking on an advertisement, is more relevant than ever. 

The paper discusses the methods and tasks of data mining, that is, the process of 

finding suitable information and patterns in large data sets, namely, the 

construction of recommender systems, the main approaches to their construction, 

typical problems and metrics for assessing the quality of recommender systems. 

As a result of the research carried out in the work, an analysis of the 

methods for creating recommender systems was carried out. In the thesis, the 

requirements for the recommendation system were formed, a system was built for 

collecting data on user activities, data on the activities of users of the QR-code 

generation site was collected, primary data analysis was performed, several 

modifications of the model were developed based on recurrent neural networks. A 

model was obtained that showed the highest accuracy among the developed 

models. 
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ВСТУП 
 

У суспільстві інформація є важливим і дуже цінним ресурсом. Обсяги 

інформації зростають набагато швидше, ніж здатність людини її обробляти, а 

також відокремлювати необхідне та цікаве від того, що людині зовсім не 

потрібне. Кількість інформації в інтернеті настільки велика, що люди просто 

губляться в таких обсягах і не можуть отримати те, що їм справді потрібно. 

Подібне твердження правильне для новинних агентств, інтернет– магазинів, 

сервіси розміщення рекламних оголошень та багатьох інших. Всі ці 

структури хочуть більше дізнаватися про своїх користувачів, для того, щоб 

задовольнити інтереси користувача і підвищити власний прибуток та 

популярність. У житті людини щодня відбувається безліч подій, тому справді 

складно стежити за тим, що цікавить. 

У такій ситуації рішенням, є рішення, а саме створення спеціальної 

системи, яка буде показувати ті об'єкти, які можуть зацікавити користувача. 

Подібна система пропонуватиме об'єкти на основі дій користувача. Це 

дозволить користувачам не витрачати час на пошук необхідних об'єктів, а 

для вебплатформи – пропонувати персоналізований контент своїм клієнтам. 

Рекомендаційні системи мають майже всі великі вебсервіси, такі як 

Amazon, Facebook, Netflix, YouTube. У кожному їх існує своя специфіка, яка 

залежить від типу даних, які потрібно рекомендувати. Їхня мета – 

прогнозувати ті об'єкти, які можуть бути цікаві користувачеві. Існує безліч 

методів для створення рекомендаційних систем, починаючи статистичними 

методами, закінчуючи методами машинного навчання. Через різноманіття 

методів є складнощі у виборі найефективнішого методу рекомендаційної 

системи. 

У роботі розглянемо рекомендаційні системи побудовані на даних про 

активності користувачів, активностями можуть бути, кліки, пошукові запити, 

покупки, відвідування сторінок каталогу і т.д.  
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Метою роботи є пошук найефективнішого методу побудови 

рекомендаційних систем і оцінка їх ефективності. 

Предметом дослідження є методи вибору релевантних рекомендацій на 

основі дій користувача на сайті. 

Об'єктом дослідження є рекомендаційні системи. 

Для досягнення поставленої мети, у роботі вирішуються такі наукові та 

практичні завдання: 

1) збір та аналіз даних про відвідування сайтів і активностей 

користувачів; 

2) дослідження наявних методів для формування рекомендацій; 

3) застосування методів на тестових даних; 

4) оцінка ефективності методів. 
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1 РОЗГЛЯД МЕТОДІВ ПОБУДОВИ РЕКОМЕНДАЦІЙНИХ  
СИСТЕМ 

 

1.1 Методи інтелектуального аналізу даних  
 

Інтелектуальний аналіз даних є процес виявлення придатних для 

використання відомостей у великих наборах даних. В інтелектуальному 

аналізі даних застосовується математичний аналіз виявлення 

закономірностей і тенденцій, що у даних. Зазвичай, такі закономірності не 

можна виявити при традиційному перегляді даних, оскільки зв'язки занадто 

складні, або через надмірний обсяг даних.[1] 

Знання, виявлені у процесі інтелектуального аналізу даних, мають бути 

нетривіальними та раніше невідомими. Нетривіальність передбачає, що такі 

знання неможливо знайти виявлено шляхом простого візуального аналізу. 

Дані повинні описувати зв'язок між властивостями бізнес– об'єктів, 

передбачати значення одних ознак основі інших тощо. Знайдені знання 

повинні бути застосовні до нових об'єктів.[1] 

Практична корисність знань може бути обумовленою можливістю їх 

використання у процесі підтримки прийняття рішень та вдосконаленні 

діяльності підприємства.[1] 

Знайдені закономірності та тренди можна зібрати разом та визначити 

як модель інтелектуального аналізу даних. Моделі інтелектуального аналізу 

даних можуть застосовуватись до конкретних сценаріїв, а саме: 

1) прогнозування, прикладом може слугувати оцінка продажів, 

прогнозування навантаження сервера або часу простою сервера; 

2) ризик та ймовірність прикладом є вибір найбільш відповідних 

замовників для цільової розсилки чи визначення точки рівноваги для 

ризикованих сценаріїв, призначення ймовірностей діагнозів або 

інших результатів; 

3) рекомендації: визначення продуктів, які з високою ймовірністю 

можуть бути продані разом, створення рекомендацій; 
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4) пошук послідовностей: аналіз вибору замовників під час здійснення 

покупок, прогнозування наступної можливої події; 

5) групування: поділ замовників або подій на кластери пов'язаних 

елементів, аналіз та прогнозування спільних рис. 

Задачі в інтелектуального аналізу даних іноді називають 

закономірностями (regularity) або техніками (techniques). Єдиної думки щодо 

того, які задачі слід відносити до інтелектуального аналізу даних, немає. 

Більшість авторитетних джерел перераховують такі задачі: класифікація, 

кластеризація, прогнозування, асоціація, візуалізація, аналіз і виявлення 

відхилень, оцінювання, аналіз зв’язків, підбивання підсумків.[22] 

Класифікація (Classification). Найбільш проста і поширена задача 

інтелектуального аналізу даних. У результаті розв’язання задачі класифікації 

виявляються ознаки, які характеризують групи об’єктів досліджуваного 

набору даних – класи; за цими ознаками новий об’єкт можна віднести до того 

чи іншого класу. Методи розв’язання. Для розв’язання задачі класифікації 

можуть використовуватися методи: найближчого сусіда (Nearest Neighbor), 

k– найближчого сусіда (k– Nearest Neighbor); баєсівські мережі (Bayesian 

Networks); індукція дерев рішень; нейронні мережі (neural networks).[22] 

Кластеризація (Clustering) є логічним продовженням ідеї класифікації. 

Ця задача більш складна. Особливість кластеризації полягає в тому, що класи 

об’єктів спочатку не визначені. Результатом кластеризації є розбиття об’єктів 

на групи. Приклад методу розв’язання задачі кластеризації: навчання «без 

вчителя» особливого виду нейронних мереж – самоорганізованих карт 

Кохонена.[22] 

Асоціація (Associations). У ході розв’язання задачі пошуку 

асоціативних правил відшукуються закономірності між пов’язаними подіями 

в наборі даних. Відмінність асоціації від двох попередніх задач Data Mining 

полягає в тому, що пошук закономірностей здійснюється не на основі 

властивостей аналізованого об’єкта, а між кількома подіями, які 
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відбуваються одночасно. Найбільш відомий алгоритм розв’язання задачі 

пошуку асоціативних правил – алгоритм Apriori.[22] 

Послідовність (Sequence), або послідовна асоціація (sequential 

association). Послідовність дозволяє знайти тимчасові закономірності між 

транзакціями. Задача послідовності подібна асоціації, але її метою є 

встановлення закономірностей не між подіями, що наступають одночасно, а 

між подіями, які пов’язаними в часі (тобто відбуваються з деяким певним 

інтервалом у часі). Іншими словами послідовність визначається високою 

ймовірністю ланцюжка пов’язаних у часі подій. Фактично, асоціація є 

окремим випадком послідовності з тимчасовим лагом, рівним нулю. Цю 

задачу інтелектуального аналізу даних також називають задачею 

знаходження послідовних шаблонів (sequential pattern). Правило 

послідовності: після події X через певний час відбудеться подія Y. Приклад. 

Після покупки квартири мешканці в 60% випадків протягом двох тижнів 

купують холодильник, а протягом двох місяців в 50% випадків купується 

телевізор. Розв’язок цієї задачі широко застосовується в маркетингу і 

менеджменті, наприклад, при управлінні циклом роботи з клієнтом 

(управління життєвим циклом клієнта). 

Прогнозування (Forecasting). У результаті розв’язання задачі 

прогнозування на основі особливостей історичних даних оцінюються 

пропущені або ж майбутні значення цільових чисельних показників. Для 

розв’язання таких задач широко застосовуються методи математичної 

статистики, нейронні мережі тощо. Визначення відхилень або викидів 

(Deviation Detection), аналіз відхилень або викидів. Мета розв’язання цієї 

задачі – виявлення та аналіз даних, що найбільш відрізняються від загальної 

множини даних, виявлення так званих нехарактерних шаблонів. 

Оцінювання (оцінка). Задача оцінювання зводиться до передбачення 

неперервних значень ознаки. Аналіз зв’язків (Link Analysis) – задача 

знаходження залежностей в наборі даних. 
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Візуалізація (Visualization, Graph Mining). У результаті візуалізації 

створюється графічний образ аналізованих даних. Для розв’язання задачі 

візуалізації використовуються графічні методи, що показують наявність 

закономірностей у даних. Приклад методу візуалізації – подання даних у 2– 

D і 3– D вимірах. 

Підбивання підсумків (Summarization) – задача, мета якої – опис 

конкретних груп об’єктів з аналізованого набору даних. 

Побудова моделі інтелектуального аналізу даних є частиною більш 

масштабного процесу, до якого входять усі завдання, від формулювання 

питань щодо даних та створення моделі для відповіді на ці питання до 

розгортання моделі у робочому середовищі. Цей процес можна як 

послідовність наступних шести базових кроків[1]: 

1) постановка задачі; 

2) підготовка даних; 

3) вивчення даних; 

4) побудова моделей; 

5) дослідження та перевірка моделей; 

Першим кроком процесу інтелектуального аналізу даних є чітке 

визначення проблеми та розгляд способів використання даних для 

розв'язання проблеми. Цей крок включає аналіз бізнес– вимог, визначення 

галузі проблеми, метрик, за якими виконуватиметься оцінка моделі, а також 

визначення завдань для проєкту інтелектуального аналізу даних. Також 

необхідно розглянути способи обліку результатів моделі в ключових 

показниках ефективності, які використовуються для оцінки ведення бізнесу. 

Другим кроком процесу інтелектуального аналізу даних є об'єднання та 

очищення даних, визначених під час кроку “Постановка задачі”. 

Третім кроком процесу інтелектуального аналізу даних є перегляд 

підготовлених даних. Для прийняття правильних рішень під час створення 

моделей інтелектуального аналізу даних необхідно розуміти дані. Методи 

дослідження даних включають розрахунок мінімальних і максимальних 
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значень, обчислення середньоймовірного і стандартного відхилення і 

вивчення розподілу даних. Наприклад, за максимальним, мінімальним і 

середнім значеннями можна зробити висновок, що вибірка даних не є 

репрезентативною для наявних клієнтів або бізнес– процесів, і тому 

необхідно отримати більш збалансовані дані або змінити припущення, що 

лежать в основі очікуваних результатів. Стандартне відхилення та інші 

характеристики розподілу можуть повідомити корисні відомості про 

стабільність та точність результатів. Велика величина стандартного 

відхилення може свідчити, що додавання нових даних допоможе 

вдосконалити модель. Дані, які сильно відхиляються від стандартного 

розподілу, можуть бути спотвореними або представляти точну картину 

реальної проблеми, яка робить складним підбір відповідної моделі для даних. 

Вивчення даних у світлі власних уявлень про бізнес– проблеми може 

призвести до висновку про наявність помилок у наборі даних, тоді є 

можливість виробити стратегію для усунення проблем або отримати більш 

глибоке уявлення про моделі поведінки, характерні для бізнесу. 

Для того, щоб переглянути доступні джерела даних та визначити їх 

доступність для інтелектуального аналізу даних , можна використати засоби 

Служби Master Data Services . Для аналізу розподілу даних та усунення 

проблем, таких як неправильні або відсутні дані, використовують такі засоби, 

як Служби SQL Server Data Quality Services або профілі даних у службах 

Integration Services[1]. 

Четвертим кроком процесу інтелектуального аналізу даних є побудова 

моделей інтелектуального аналізу даних. Знання, отримані при виконанні 

кроку “Перегляд даних”, допоможуть визначити та створити моделі. Модель 

інтелектуального аналізу даних перед обробкою структури та моделі є просто 

контейнером, який задає стовпці, що використовуються для вхідних даних, 

прогнозований атрибут та параметри, що управляють алгоритмом обробки 

даних. Обробку моделі часто називають навчанням. Навчання означає процес 

застосування деякого математичного алгоритму до даних у структурі з метою 



15 
 
виявити закономірності. Закономірності, виявлені у процесі навчання, 

залежить від вибору навчальних даних, обраного алгоритму та її зміни. 

П'ятим кроком процесу інтелектуального аналізу даних є дослідження 

побудованих моделей інтелектуального аналізу даних та перевірка їхньої 

ефективності. Оцінити якість та характеристики моделей інтелектуального 

аналізу даних можна багатьма способами: 

1) використанням різних заходів статистичної вірогідності з метою 

виявлення проблем даних або моделі; 

2) розбиття даних на навчальний та перебірковий набори для перевірки 

точності прогнозів; 

3) звернення до фахівців із проханням вивчити результати моделі 

інтелектуального аналізу даних та визначити, чи мають виявлені 

закономірності цінність для цільового бізнес– сценарію. 

Всі ці методи використовуються в методології інтелектуального 

аналізу даних, і в міру створення, перевірки та уточнення моделі 

використовуються багаторазово залежно від виявлених проблем. Немає 

вичерпного правила, що дозволяє однозначно судити про те, які моделі 

можна вважати досить хорошими та чи є наявні дані. 

 

1.1.1 Методи тестування та перевірки моделей інтелектуального 

аналізу даних 
 

Оцінити якість та характеристики моделей інтелектуального аналізу 

даних можна багатьма способами: 

1) використання різних заходів статистичної вірогідності  з метою 

виявлення проблем у даних або моделі; 

2) розбиття даних на навчальний та перебірковий набори для перевірки 

точності прогнозів; 
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3) звернення до фахівців із проханням вивчити результати моделі 

інтелектуального аналізу даних та визначити, чи мають виявлені 

закономірності цінність для цільового бізнес– сценарію. 

Всі ці методи використовуються в методології інтелектуального 

аналізу даних, і в міру створення, перевірки та уточнення моделі 

використовуються багаторазово залежно від виявлених проблем. Немає 

вичерпного правила, що дозволяє однозначно судити про те, які моделі 

можна вважати досить хорошими та чи є наявні дані. 

Заходи інтелектуального аналізу даних можна виділити у категорії 

точності, надійності та інформативності. 

Точність –  це міра того, наскільки вихідні дані моделі корелюють з 

атрибутами даних. Є кілька заходів точності, але вони залежать від 

використовуваних даних. Насправді значення можуть бути відсутніми або 

бути приблизними, а дані можуть змінюватися декількома процесами. 

Зокрема, на етапі перегляду або розгортання можна прийняти рішення про 

припущення певної кількості помилок даних, особливо якщо характеристики 

даних відносно однорідні. Наприклад, модель, яка прогнозує обсяги продажу 

конкретного магазину на основі минулих обсягів продажів, може мати строгу 

кореляцію і бути дуже точною, навіть якщо в магазині постійно 

використовується неправильний метод бухгалтерського обліку. Вимірювання 

точності можуть бути збалансовані оцінкою надійності. 

Надійність відповідає поведінці моделі інтелектуального аналізу даних 

різних наборів даних. Модель інтелектуального аналізу даних вважається 

надійною, якщо вона формує той самий тип прогнозів або знаходить одні й ті 

самі загальні типи закономірностей, незалежно від наданих перевіркових 

даних. Так, наприклад, модель, створена для магазину, де використовується 

неправильний метод бухгалтерського обліку, не підходить для інших 

магазинів і тому не може вважатися надійною. 

Інформативність поєднує кілька метрик, що дозволяють зрозуміти, 

наскільки корисна інформація, одержувана з моделі. Наприклад, модель 
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інтелектуального аналізу, в якій розташування магазину співвідноситься з 

обсягами продажів, може бути точною та надійною, але не інформативною, 

якщо її не можна застосувати після додавання інших магазинів у тому 

самому розташуванні. Мало того, вона не містить відповіді на основне 

питання про те, чому обсяги продажів у певних місцях більші, ніж в інших. 

Крім того, успішна модель може виявитися насправді безглуздою через 

взаємну кореляцію даних. 

 

1.2 Рекомендаційні системи 
 

Система рекомендацій підбирає та пропонує користувачеві 

релевантний контент, ґрунтуючись на своїх знаннях про користувача, 

контент та взаємодії користувача та контенту. Основне завдання 

рекомендаційної системи полягає у виборі певних об'єктів, відповідають 

вимогам користувачів. Ці об'єкти можуть бути будь– якими видами 

інформації або статтями, такими як книги, фільми, пісні, вебсторінки, блоги 

та т.д. 

Формально завдання знаходження рекомендованого об'єкта можна 

представити так: 

∀ 𝑢𝑢 ∈  𝑈𝑈, 𝑆𝑆𝑢𝑢`  =  𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑠𝑠 ∈  𝑆𝑆  ∈  𝑆𝑆 ℎ(𝑢𝑢, 𝑠𝑠). 

 

де U – множина користувачів (users), S – множина об'єктів (items), які можуть 

бути рекомендовані користувачеві, h – функція, яка визначає наскільки 

деякий об'єкт s задовольняє деякого користувача u. Таким чином, необхідно 

вибрати такий об'єкт 𝑠𝑠𝑢𝑢`∈ S, при якому значення задоволеності кожного 

користувача 𝑢𝑢 ∈  𝑈𝑈 максимальною. 

Існує безліч методів побудови рекомендаційних систем, але виділяють 

три основні види 

1) Фільтрування вмісту (content –  based): система вчиться 

рекомендувати елементи, схожі на ті, які користувачеві подобалися у 

минулому. Подібність предметів розраховується з урахуванням 
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характеристик, властивих кожному елементу. Наприклад, якщо 

користувач позитивно оцінив фільм, система, що належать до жанру 

комедії, може навчитися рекомендувати інші фільми цього жанру. 

2) Колаборативна фільтрація (collaborative filtering). Найпростіша та 

класична реалізація цього підходу полягає в тому, що система ділить 

користувачів на групи за схожими інтересами та потім рекомендує їм 

те, що переглядали/купували/замовляли інші люди із цього сегмента. 

Колаборативна фільтрація передбачає наявність матриці оцінок 

User– Item. Такі рекомендації є результатом «колаборації» безлічі 

користувачів. Звідси й назва методу. 

3) Гібридний метод (hybrid recommender). Деякі рекомендаційні 

системи використовують комбінації підходів фільтрації вмісту та 

колаборативної фільтрації, звані гібридними методами. Вони 

дозволяють тією чи іншою мірою уникнути недоліки обох підходів. 

У всіх цих методах використовуються різні підходи до рекомендацій, і 

всі вони мають свої сильні та слабкі сторони, що робить деякі більше 

відповідними у певних областях, ніж інші. Розглянемо ці типи систем більш 

детально, а також вкажемо їх переваги та недоліки 

 

1.2.1 Методи створення рекомендаційних систем  
 

1.2.1.1 Фільтрування на основі контенту 
 

Системи, що використовують підхід, що базується на змісті, 

використовує властивості/параметри об'єктів, які ми хочемо рекомендувати, 

щоб пропонувати інші, схожі на ті, що подобаються користувачеві, на основі 

його попередніх дій або явного зворотного зв'язку. У міру того як користувач 

вводить більше даних або робить дії за цим рекомендаціям, механізм стає 

дедалі точнішим. Процес рекомендацій, що використовується у цьому 

методі, можна умовно розділити на три частини: 
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1) Аналіз об'єктів (того, що рекомендуватимемо): тут основне завдання 

полягає в тому, щоб проаналізувати вміст елементів та витягти з 

елемента інформацію або конкретні характеристики з допомогою 

спеціальних методів. 

2) Створення профілю: створюємо профіль користувача після 

узагальнення даних, зібраних з урахуванням його переваг. 

3) Компоненти фільтрації: цей процес намагатиметься порівняти 

характеристики профілю користувача з характеристиками елементів 

А потім система порекомендує предмети, які підходять 

користувачеві. 

 Ефективність фільтрації на основі вмісту залежить від розуміння 

вмісту елементів. Основна мета цього типу – дізнатися, як розрізняти 

предмети як вони співвідносяться друг з одним. Існує безліч методів для 

вилучення ознак в елементів та наступної обробки: векторизація, TF– IDF, 

Word2Vec. 

Прийняття парадигми рекомендацій, що ґрунтуються на змісті, має 

кілька переваг. По– перше, це незалежність користувача: модель не вимагає 

ніяких даних про інших користувачів, тому що рекомендації специфічні для 

цього користувача. Це спрощує масштабування для великої кількості 

користувачів. Іншими словами, рекомендації користувачу не залежать від 

оцінок інших користувачів. Крім того, модель може відображати конкретні 

інтереси користувача і може рекомендувати нішові елементи, які дуже цікаві 

небагатьом іншим користувачам, інакше кажучи, такі системи не страждають 

від проблеми неоцінених об'єктів. Але в даної моделі є і суттєві недоліки. 

Оскільки представлення характеристик/параметрів об'єктів певною мірою 

розробляється вручну, цей метод вимагає великого знання предметної 

області. Отже, модель може бути настільки гарною, наскільки хороші її 

характеристики, створені вручну.  

Також система може давати рекомендації тільки на основі наявних 

інтересів користувача. Іншими словами, вона має обмежені можливості для 
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розширення наявних інтересів користувачів т.к. не рекомендують щось 

кардинально нове. Іншим недоліком content– based підходу є необхідність 

зібрати достатню кількість оцінок, перш ніж система рекомендацій зможе 

дійсно зрозуміти переваги користувача та надати точні поради. Тому, коли 

доступно мало оцінок, як для нового користувача, система не зможе дати 

надійні рекомендації. 
 

1.2.1.2 Колаборативна фільтрація 
 

Колаборативна фільтрація найбільш популярна та широко поширена 

техніка у рекомендаційних системах. Замість зіставлення інтересів 

користувача з об'єктами, при спільній фільтрації виконується пошук схожих 

користувачів чи об'єктів. Тобто логіка спільної фільтрації полягає в тому, що 

схожим користувачам подобаються однакові речі. Якщо два користувачі 

дають однакову оцінку для одного елемента або поводяться однаково, вони 

будуть оцінювати інші елементи так само. Інакше такий алгоритм 

називається User– Based (дослівно перекладається з англійської як «на основі 

користувача»). 

 Система КФ включає три основні етапи: починається зі збору 

користувацьких оцінок за елементами (items) для побудови матриці оцінок. 

Ця матриця використовується на другому етапі для пошуку сусідів за 

допомогою обчислення подібності між користувачами чи елементами. І, 

нарешті, етап прогнозування з використанням будь– яких методів 

агрегування. На цьому етапі виконується прогнозування рейтингу елементів 

без оцінки, та вибору N– перших елементів як рекомендації для конкретного 

користувача. Інтуїція, що лежить в основі цього підходу, полягає в тому, що 

користувачі, які мали аналогічні переваги в минулому, матимуть аналогічний 

інтерес у майбутньому. 

Існує два основних підходи до колаборативної фільтрації: 
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1) методи, що базуються на моделі: надає рекомендації, вимірюючи 

параметри статистичних моделей для оцінок користувачів, 

побудованих за допомогою таких методів як, метод баєсівських 

мереж, кластеризації та інші; 

2) методи, засновані на пам'яті: кореляції між користувачами та 

елементами використовується безпосередньо, щоб давати 

рекомендації користувачеві; 

Другий підхід також поділяється на два: на основі подібності 

користувачів (user– based) та метод на основі подібності об'єктів (item– 

based). 

Колаборативна фільтрація має низку переваг. По– перше, не потрібно 

знання предметної області, як це було у випадку content– based підходу. 

Також модель може допомогти користувачам відкрити для себе нові 

інтереси. Окремо система машинного навчання може знати, що користувач 

зацікавлений у даному елементі, але все ж таки може рекомендувати його, 

тому що аналогічні користувачі зацікавлені в ньому.  

Однією з найгостріших проблем є «проблема холодного старту». Це 

означає, що користувачу необхідно спочатку оцінити досить велика кількість 

об'єктів, перш ніж рекомендаційна система зможе дати добрі рекомендації. 

Однак такі методи можуть певною мірою розв'язувати проблему холодного 

запуску: активне навчання, LDA, збагачення профілів елементів додатковим 

джерелом даних. 

Іншою важливою проблемою є розрідженість даних, що дуже сильно 

впливає на продуктивність таких рекомендаційних систем, оскільки це 

сильно знижує ймовірність знаходження користувачів (або об'єктів) з 

подібними оцінками. Ця проблема виникає внаслідок того, що 

рекомендаційні системи зазвичай працюють з величезною кількістю об'єктів 

та користувачів. Наприклад, конкретний користувач просто фізично не може 

подивитися та оцінити більшість тих, хто виходить у прокат фільмів. 
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1.2.1.3 Гібридний метод 
 

Існують різні переваги та недоліки як для спільної фільтрації, так і для 

фільтрації на основі вмісту. Тому в деяких випадках, коли доступні дані, ми 

маємо можливість  використовувати різні типи рекомендаційних систем для 

однієї й тієї ж завдання. У такому разі існує багато можливостей для 

комбінування різних типів систем, щоб досягти кращої продуктивності 

шляхом виключення недоліків кожної техніки окремо. 

Можна виділити гібридні методи на сім різних типів: 

1) змішаний: рекомендації кількох різних систем відображаються в 

один і той же час; 

2) зважений: оцінки (або голоси) кількох рекомендаційних методів 

поєднуються в одну рекомендацію; 

3) комбінація ознак: характеристики із різних джерел даних 

рекомендацій об'єднують у єдиний алгоритм; 

4) каскад: одна рекомендаційна система уточнює дані, дані інший; 

5) аргументація ознак: вихідні дані одного методу використовуються 

як вхідні дані для іншого; 

6) метарівень: модель, вивчена одним рекомендатором, 

використовується як вихідні дані для іншого; 

7) перемикання: система перемикається між техніками рекомендацій 

залежно від поточної ситуації. 

Розрізняють кілька типів гібридних архітектур: 

1) незалежна гібридизація; 

2) послідовна гібридизація. 

У разі незалежної гібридизації кілька різних алгоритмів ранжирування 

працюють незалежно друг від друга. Виходи даних систем комбінуються 

будь– яким чином, і ця комбінація вважається виходом незалежною 

гібридною моделлю. 
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Зазначимо, що рекомендаційні системи різняться за складністю. Під 

складністю алгоритмів ми розуміємо кількість ресурсів, необхідні навчання 

алгоритму, і навіть для підрахунку рекомендацій. Наприклад, дерева рішень 

у порівнянні з факторизаційними машинами є складнішими моделями та 

показують кращу якість, але при цьому алгоритм не здатний за прийнятний 

час порахувати для кожної пари (𝑢𝑢, 𝑖𝑖),𝑢𝑢 ∈  𝑈𝑈, 𝑖𝑖 ∈  𝐼𝐼 результат. Але ми 

можемо скоротити для кожного користувача u кількість об'єктів, вибравши 

найбільш релевантна підмножина 𝐼𝐼𝑢𝑢  ⊂  𝐼𝐼. Таке підмножина Iu можна знайти 

менш складним алгоритмом. Таким чином, ми приходимо до послідовної 

гібридизації. 
 

1.2.2 Метрики оцінки ефективності  
 

Мета метрики якості –  визначити, наскільки отримані алгоритмом 

оцінки релевантності 𝑟𝑟(𝑒𝑒) та відповідна ним перестановка 𝜋𝜋 відповідають 

істинним значенням релевантності 𝑟𝑟𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡. Розглянемо основні метрики. 

Точність (Precision) –  це частка правильних прогнозів за допомогою 

перевірного набору даних. Це співвідношення числа правильно вгаданих та 

загальної кількості прикладів вхідних даних. Ця метрика працює добре, якщо 

існує аналогічна кількість вибірок, що належать кожному класу. 

 𝑃𝑃 =
|𝐷𝐷𝑟𝑟𝑒𝑒𝑒𝑒 ∩  𝐷𝐷𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟|

|𝐷𝐷𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟|  

де 𝐷𝐷𝑟𝑟𝑟𝑟𝑟𝑟– це множина релевантних документів у базі, а 𝐷𝐷𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟– множина 

документів, знайдених системою. 

Середня точність для набору запитів(Mean average precision) — це 

значення середньої точності кожного запиту.  

𝑀𝑀𝑀𝑀𝑀𝑀 =  
∑ 𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴(𝑞𝑞)𝑄𝑄
𝑞𝑞=1

𝑄𝑄  

де Q – кількість запитів. 

Середньо оборотний ранг (Mean reciprocal rank, MRR) –  це статистична 

міра оцінки будь– якого процесу, що створює список можливих відповідей 
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вибірку запитів, впорядкованої по ймовірності правильності. Середньо 

оборотний ранг визначається як середнє зворотного рангу за всіма запитами 

Q: 

 𝑀𝑀𝑀𝑀𝑀𝑀 =  
1

|𝑄𝑄|�
1

𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑖𝑖

|𝑄𝑄|

𝑖𝑖=1

 

де 𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑖𝑖– положення першого релевантного документа для запиту i. 

Абсолютна втрата, або середня абсолютна похибка (MAE) вимірює, 

наскільки прогнози близькі до фактичних результатів. Це середнє значення 

всіх помилок моделі, де помилка моделі –  абсолютна відстань між значенням 

прогнозованої позначки та значенням правильної позначки. Ця помилка 

прогнозу обчислюється кожної записи перевіркового набору даних. Нарешті, 

середнє значення обчислюється всім зареєстрованих абсолютних помилок. 

RMS– втрата (або середньоквадратична помилка (RMSE) ; також звана 

середньоквадратичним відхиленням, RMSD) вимірює різницю між 

значеннями, прогнозованими моделлю, і значеннями, що спостерігаються в 

середовищі, що моделюється. RMS– втрата – це квадратний корінь із 

квадратної втрати; вона використовує ті ж одиниці, що й мітка, аналогічно 

абсолютній втраті, але надає більшої ваги більшої різниці. 

Середньоквадратична помилка зазвичай використовується в кліматології, 

прогнозуванні та регресійному аналізі для перевірки експериментальних 

результатів. 

 

1.2.3 Огляд наявних рекомендаційних систем 
 

Інформаційні технології зайшли так далеко, що зараз  майже у кожної 

компанії є рекомендаційна система. Розглянемо специфіку побудови системи 

рекомендацій в інтернет– магазині Decatlon та  YouTube.  

Компанія Decatlon хотіла реалізувати рекомендаційну систему товарів 

на основі минулих покупок користувача. Система повинна передбачити 

наступний елемент, який буде куплений цим користувачем. Спочатку 
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система була створена за допомогою спільної фільтрації, реалізована за 

допомогою spark.ml бібліотеки. spark.ml. Пакет використовує чергуються 

метод найменших квадратів (ALS) алгоритм, щоб дізнатися приховані 

фактори матриці асоціації користувача елемента. 

Спільна фільтрація зазвичай використовується для рекомендацій. 

Проте виявляється, що це жорстка структура, що перешкоджає 

використанню будь– яких корисних метаданих. Більш того, передбачається, 

що користувачі та елементи залежать лише лінійно. Пізніші роботи (Netflix, 

YouTube, Spotify) показали, що фреймворки глибокого навчання 

перевершують класичні методи факторизації завдяки використанню 

багатших нелінійних перетворень вхідних даних, а також додаванню 

корисних метаданих. 

Новий підхід компанії Decatlon до глибокого навчання базується на 

методах генерації тексту, в яких використовуються моделі рекурентних 

нейронних мереж, здатні генерувати наступні слова з цієї фрази. Для 

розв'язання задачі рекомендацій компанія замінила послідовність слів 

послідовністю елементів та застосували ту ж методологію. Були використані   

LSTM нейронні мережі з шаром самоуваги(Self– Attention). 

Розглянемо принципи роботи рекомендацій YouTube. Перед 

розробниками YouTube під час розробки алгоритму стояло кілька проблем: 

1) величезна кількість відеороликів у різній тематиці, що ускладнює 

оптимальний підбір у рекомендаціях; 

2) висока динаміка обслуговування. Щогодини на YouTube 

завантажуються сотні– тисячі годин відеороликів. Необхідно, щоб 

система рекомендацій була гнучкою та динамічною; 

3) непостійність інтересів глядачів; 

4) оптимізація ресурсів на підбір рекомендацій, тому що робота 

алгоритмів підбору –  складний процес, що потребує чимало 

потужностей. 
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На вхід в систему подаються мільйони відеороликів, а на виході вона 

пропонує ті десятки відео, які потрапляють користувачеві на екран у вкладці 

«Рекомендації».  На рисунку 1.2 можна розглянути архітектуру 

рекомендаційної системи YouTube. 

 

 
 

Рисунок 1.2 –  архітектура рекомендаційної системи YouTube 

Система складається з двох згорткових нейронних мереж: "candidate 

generation" та "ranking" (ранжування). Перша мережа з мільйонів відео 

відбирає сотні найбільш відповідних, друга нейромережа ранжує отриману 

добірку від найменш цікавих користувачеві. При складанні вибірки система 

враховує всю історію користувача та контекст. Під контекстом розуміється, 

наприклад, час доби, вік, стать, географічне розташування. Також у момент 

створення вибірки відбувається A/B тестування, коли заради експерименту 

користувачеві показують різні вибірки, якщо якась із вибірок виявляється 

більш переглядається, система самонавчається та адаптується під дану 

вибірку. 
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При оцінці вибірки враховується не тільки час перегляду, але й CTR 

(click through rate) — кількість користувачів, які почали переглядати 

відеоролик стосовно користувачів, хто побачив відео в рекомендаціях. 

На етапі ранжування вибірка будується за показником expected watch 

time, тому чим довше користувачі дивляться відео, тим вищий шанс того, що 

воно потрапить у топ рекомендацій. YouTube не ґрунтується лише на click 

through rate, тому що відео може бути простим клікбейтом. Метою навчання 

нейромережі ранжирування є прогноз часу перегляду відео. 

 

1.3 Методи машинного навчання  
 

1.3.1 Навчання з вчителем 
 

Навчання з вчителем описує клас задач, який передбачає використання 

моделі для вивчення закономірностей між вхідними даними та цільовою 

змінною. 

Додатки, в яких навчальні дані містять приклади вхідних векторів 

разом із відповідними цільовими векторами, відомі як проблеми навчання з 

вчителем.[2] 

Моделі відповідають навчальним даним, що складаються з вхідних і 

вихідних даних, і використовуються для прогнозування на тестових наборах, 

де надаються лише вхідні дані, а вихідні дані моделі порівнюються з 

прихованими цільовими змінними та використовуються для оцінки навичок 

моделі. 

Навчання — це пошук у просторі можливих гіпотез, які будуть добре 

працювати навіть на нових прикладах за межами навчального набору. Щоб 

виміряти точність гіпотези, ми надаємо їй тестовий набір прикладів, 

відмінних від навчального набору.[3] 

Існують два основних типи проблем  які вирішує навчання з вчителем: 

це класифікація, яка передбачає передбачення мітки класу, і регресія, яка 

передбачає прогнозування числового значення. 
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Класифікація: навчальна проблема під керівництвом, яка передбачає 

передбачення мітки класу. Регресія: проблема навчання під керівництвом, 

яка передбачає передбачення числової мітки. І задачі класифікації, і 

проблеми регресії можуть мати одну або кілька вхідних змінних, а вхідні 

змінні можуть бути будь– якого типу даних, наприклад числових або 

категоріальних.[2] 

Прикладом розв'язання задачі з класифікації може бути набір даних 

рукописних цифр MNIST, де вхідними є зображення рукописних цифр 

поданих у пікселях, а вихідними має бути мітка класу для того, яку цифру 

представляє зображення. Прикладом проблеми регресії може бути набір 

даних про ціни на житло в Одесі, де вхідними параметрами є змінні, що 

описують околиці, а вихідними є ціна житла у гривнях. 

Деякі алгоритми машинного навчання описуються як «контрольовані» 

алгоритми машинного навчання, оскільки вони розроблені для проблем 

машинного навчання під керуванням. Популярні приклади включають: 

дерева рішень, машини опорних векторів та багато іншого. 

Алгоритми називаються «контрольованими», оскільки вони 

навчаються, роблячи передбачення на прикладах вхідних даних, а моделі 

контролюються та коригуються за допомогою алгоритму, щоб краще 

передбачити очікувані цільові результати в наборі навчальних даних. 

Термін навчання під керівництвом походить від погляду, що ціль  

задовольняє викладача, який показує системі машинного навчання, що 

робити. 

Деякі алгоритми можуть бути спеціально розроблені для класифікації, 

такі як логістична регресія або регресії, наприклад лінійна регресія, а деякі 

можуть використовуватися для обох типів проблем із незначними 

модифікаціями такі як штучні нейронні мережі. 

 

 



29 
 

1.3.2 Навчання без вчителя 
 

Навчання без нагляду описує клас проблем, які передбачають 

використання моделі для опису чи вилучення зв’язків у даних. 

Порівняно з навчанням з наглядом, навчання без нагляду оперує лише 

вхідними даними без вихідних або цільових змінних. Таким чином, навчання 

без нагляду не має вчителя, який коригує модель, як у випадку навчання з 

керівництвом. 

У навчанні без вчителя немає інструктора чи викладача, і алгоритм 

повинен навчитися розуміти дані без цього посібника.[4] 

Існує багато типів неконтрольованого навчання, але є дві основні 

проблеми, з якими часто стикається практик: це групування, що включає 

пошук груп у даних, і оцінка щільності, що включає узагальнення розподілу 

даних. 

Кластеризація: проблема навчання без вчителя, яка передбачає пошук 

груп у даних. Оцінка щільності: проблема навчання без нагляду, яка 

передбачає узагальнення розподілу даних. 

Прикладом алгоритму кластеризації є k– середніх, де k означає 

кількість кластерів, які потрібно виявити в даних. Прикладом алгоритму 

оцінки щільності є оцінка щільності ядра, яка передбачає використання 

малих груп тісно пов’язаних вибірок даних для оцінки розподілу для нових 

точок у просторі проблеми. 

Найпоширенішим завданням навчання без нагляду є кластеризація: 

виявлення потенційно корисних кластерів вхідних прикладів. Наприклад, 

агент з нерухомості може поступово розробити концепцію «хороших місяців 

з продажів» та «місяців з поганими  продажами», не наводячи жодного 

прикладу кожного з них для вчителя. 

Кластеризація та оцінка щільності можуть бути виконані, щоб 

дізнатися про закономірності в даних. Можуть також використовуватися 

додаткові методи без нагляду, наприклад візуалізація, яка передбачає 
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побудову графіків або графіків даних різними способами, і методи проєкції, 

що передбачає зменшення розмірності даних. 

Візуалізація: проблема навчання без нагляду, яка передбачає створення 

графіків даних. 

Проєкція: проблема навчання без нагляду, яка передбачає створення 

представлень даних нижчих розмірів. 

Прикладом техніки візуалізації може бути матриця діаграми 

розсіювання, яка створює одну діаграму розсіювання для кожної пари 

змінних у наборі даних. Прикладом методу проєкції може бути аналіз 

головних компонентів, який включає підсумовування набору даних у 

термінах власних значень і власних векторів, при цьому лінійні залежності 

видалені. 

Метою таких проблем навчання без нагляду може бути виявлення груп 

подібних прикладів у даних, де це називається кластеризацією, або 

визначення розподілу даних у вхідному просторі, відомого як оцінка 

щільності, або спроєктувати дані з високої – вимірний простір до двох або 

трьох вимірів з метою візуалізації.[2] 

 

1.3.3 Навчання з підкріпленням 
 

Навчання з підкріпленням описує клас проблем, коли агент діє в 

середовищі і повинен навчитися діяти за допомогою зворотнього зв’язку. 

Навчання з підкріпленням — це навчання, що робити — як зіставляти 

ситуації з діями — щоб максимізувати числовий сигнал винагороди. Учневі 

не говорять, які дії робити, але замість цього він повинен дізнатися, які дії 

приносять найбільшу винагороду, спробувавши їх. [5] 

Використання середовища означає, що немає фіксованого набору даних 

для навчання, а скоріше ціль або набір цілей, яких агент повинен досягти, дії, 

які він може виконувати, і зворотний зв’язок щодо ефективності досягнення 

мети. 
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Деякі алгоритми машинного навчання не просто відчувають 

фіксований набір даних. Наприклад, алгоритми навчання з підкріпленням 

взаємодіють із середовищем, тому існує петля зворотного зв’язку між 

системою навчання та її досвідом.[4] 

Це подібне до навчання з наглядом у тому, що модель має певну 

реакцію, з якої можна вчитися, хоча зворотний зв’язок може бути запізнілим 

і статистично зашумленим, що ускладнює для агента або моделі з’єднання 

причин і наслідків. 

Прикладом проблеми з підкріпленням є гра, в якій агент має на меті 

отримати високий бал і може робити кроки в грі та отримувати зворотний 

зв’язок щодо покарань або винагород. 

У багатьох складних областях навчання з підкріпленням є єдиним 

можливим способом навчити програму працювати на високих рівнях. 

Наприклад, під час гри людині дуже важко надати точні та послідовні оцінки 

великої кількості позицій, які були б необхідні для навчання функції 

оцінювання безпосередньо з прикладів. Натомість програмі можна 

повідомити, коли вона виграла чи програла, і вона може використовувати цю 

інформацію для вивчення функції оцінювання, яка дає достатньо точні 

оцінки ймовірності виграшу з будь– якої даної позиції.[3] 

Вражаючі останні результати включають використання підсилення в 

AlphaGo від Google, щоб перевершити найкращого гравця світу в Go. 

Деякі популярні приклади алгоритмів навчання з підкріпленням 

включають Q– навчання, навчання з тимчасовими відмінностями та глибоке 

навчання з підкріпленням. 

 

1.3.4 Штучні нейронні мережі 
 

 

Штучні нейронні мережі –  математичні моделі, а також їх програмні 

або апаратні реалізації, побудовані за принципом організації та 
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функціонування біологічних нейронних мереж –  мереж нервових клітин 

живого організму. Це поняття виникло щодо процесів, які у мозку, і за 

спробою змоделювати ці процеси. Першою такою спробою були нейронні 

мережі Маккалока та Піттса. Згодом, після розробки алгоритмів навчання, 

одержувані моделі почали використовувати у практичних цілях: у завданнях 

прогнозування, для розпізнавання образів, у завданнях управління та ін. 

Клас завдань, які можна вирішити за допомогою нейронної мережі, 

визначається тим, як мережа працює та тим, як вона навчається. При роботі 

нейронна мережа набуває значень вхідних змінних і видає значення вихідних 

змінних. Таким чином, мережу можна застосовувати в ситуації, коли Ви 

маєте певну відому інформацію, і Ви хочете з неї отримати деяку поки не 

відому інформацію. 

Як правило, нейронна мережа використовується тоді, коли невідомий 

точний вид зв'язків між входами та виходами, –  якби він був відомий, то 

зв'язок можна було б моделювати безпосередньо. Інша істотна особливість 

нейронних мереж у тому, що залежність між входом і виходом перебуває у 

навчання мережі. 

Для побудови штучної нейронної мережі використовуватимемо ту саму 

структуру, як і біологічна нейронна мережа, штучна складається з нейронів, 

що взаємодіють між собою, проте є спрощеною моделлю реальної 

біологічної нейронної мережі 

Повно зв'язкова нейронна мережа характеризується тим, що в ній 

кожен вузол (крім вхідного та вихідного) виступає як входом, так і виходом, 

утворюючи прихований шар нейронів, і кожен нейрон наступного шару 

з'єднаний з усіма нейронами попереднього. Входи подаються з вагами, які в 

процесі навчання налаштовуються і не змінюються надалі. При цьому кожен 

нейрон має поріг активації, після проходження якого він приймає одне з двох 

можливих значень: – 1 або 1, або 0 або 1. Можна розглянути структуру 

багатошарової нейронної мережі на рисунку 1.3. 
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Рисунок 1.3 – структура багатошарової нейронної мережі 

Типи багатошарових нейронних мереж: 

1) монотонні нейронні мережі характеризуються властивістю коли 

кожен шар, крім останнього (вихідного), розбитий на два блоки: 

збуджуючий і гальмуючий. Зв'язки між блоками теж поділяються на 

гальмівні та збуджуючі. Якщо від нейронів блоку до нейронів 

ведуть тільки збудливі зв'язки, це означає, що будь– який вихідний 

сигнал блоку є монотонною не знищувальною функцією будь– 

якого вихідний сигнал блоку. Якщо ж ці зв'язки лише гальмують, то 

будь– який вихідний сигнал блоку є функцією, що не збільшується, 

будь– якого вихідного сигнал блоку. Для нейронів монотонних 

мереж необхідна монотонна залежність вихідного сигналу нейрона 

від параметрів вхідних сигналів; 

2) мережі без зворотного зв'язку. У таких мережах нейрони вхідного 

шару отримують вхідні сигнали, перетворять їх і передають 

нейронам першого прихованого шару, і так далі аж до вихідного, 

який видає сигнали для інтерпретатора та користувача. Якщо не 

обумовлено неприємне, то кожен вихідний сигнал q– го шару 

подається на вхід всіх нейронів (q+1)– го шару; однак можливий 

варіант з'єднання q– го шару з довільним шаром. 
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         1.3.4.1 Штучний нейрон 

 

У нейрона є кілька вхідних каналів і тільки один вихідний канал. По 

вхідним каналам до нейрона поступають дані для задачі, а на вихід 

формується результат роботи. Нейрон вираховує зважену суму вхідних 

сигналів, а потім перетворює отриману суму за допомогою заданої нелінійної 

функції. Сукупність, складається з порогового рівня і всіх ваг, називають 

параметрами нейрона. 

На рисунку 1.5 введені такі позначення: 𝑥𝑥1, 𝑥𝑥2, … , 𝑥𝑥𝑛𝑛– вхідний сигнал 

(патерн), 𝑤𝑤1,𝑤𝑤2, … ,𝑤𝑤𝑛𝑛 –  вагові коефіцієнти, b –  поріг нейрона. 

Спочатку нейрон обчислює виважену суму, далі застосовуючи функцію 

активації F(S) обчислює вихідний сигнал. 

 

 

 
 

Рисунок 1.5 –  робота нейрона 

Функція активації нейрона – це функція, яка обчислює вихідний сигнал 

нейрона. На вхід цієї функції подається сума всіх творів сигналів та ваг цих 

сигналів. 

Розглянемо найчастіше використовувані функції активації: 

1) порогова функція. Це проста шматково– лінійна функція. Якщо 

вхідне значення менше порогового, то значення функції активації 

дорівнює мінімально допустимого значення, інакше – максимально 

допустимого; 
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2) лінійний поріг. Це нескладна шматково– лінійна функція. Має дві 

лінійні ділянки, де функція активації тотожно дорівнює мінімально 

допустимому та максимально допустимому значенню і є ділянка, на 

якій функція строго монотонно зростає; 

3) сигмоїдальна функція або сигмоїда (sigmoid). Це монотонно 

зростаюча диференційована S– подібна нелінійна функція. Сигмоїда 

дозволяє посилювати слабкі сигнали і насичуватися від сильних 

сигналів; 

4) гіперболічний тангенс (hyperbolic tangent, tanh). Ця функція приймає 

на вході довільне речове число, а на виході дає речове число в 

інтервалі від –1 до 1. Подібно до сигмоїди, гіперболічний тангенс 

може насичуватись. Однак, на відміну від сигмоїди, вихід цієї 

функції центрований щодо нуля. 

На рисунку 1.6 можна розглянути графічне представлення функцій 

активації. 

 
 

Рисунок 1.6 –   графічне представлення функцій активації 
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Недоліки формального нейрона: 

1) передбачається, що нейрон миттєво обчислює свій вихід, тому 

допомогою таких нейронів не можна моделювати безпосередньо 

системи із внутрішнім станом; 

2) формальні нейрони, на відміну від біологічних, не можуть 

обробляти інформацію синхронно; 

3) немає чітких алгоритмів вибору функції активації; 

4) неможливо регулювати роботу мережі; 

5) зайва формалізація понять «поріг» та «вагові коефіцієнти». У 

реальних нейронів поріг змінюється динамічно, залежно від 

активності нейрона та загального стану мережі, а вагові коефіцієнти 

змінюються в залежності від сигналів, що проходять. 

 

1.3.4.2 Ваги  
 

Нейрони зв’язані з іншими нейронами через ваги. В нейронній мережі 

інформація (знання) зберігається в вагах, а в процесі навчання нейронної 

мережі змінюються саме ваги. Вага є силою зв’язку, на скільки один нейрон 

впливає на інший; якщо збільшується вхідне значення, то на скільки впливає 

воно на вихідне. Вага, яка близька до нуля, означає, що зміна входу, не 

змінить виходу. Багато алгоритмів автоматично встановлюють ваги до нуля, 

щоб спростити мережу. 25 Негативні ваги означають, що збільшення входу 

зменшить вихід. Також потрібне зміщення (bias) –  скільки виходу потрібно 

активізувати незалежно від входу.  

На результати навчання великий вплив має вибір початкових значень 

ваг мережі. Ідеальними є початкові значення, досить близькі до оптимальних. 

У цьому вдається як усунути затримки в точках локальних мінімумів, а й 

значно прискорити процес навчання. Через відсутність універсального 

методу підбору терезів у більшості практичних реалізацій найчастіше 
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застосовується випадковий підбір терезів з рівномірним розподілом значень 

у заданому інтервалі. 

 

1.3.4.3 Шари 
 

Для розв'язання будь– якої задачі слід спроєктувати структуру мережі, 

що підходить для розв'язання поставленого завдання. Це передбачає вибір 

кількості шарів мережі та нейронів у кожному шарі, а також визначення 

необхідних зв'язків між шарами. 

Підбір кількості нейронів у вхідному шарі обумовлений розмірністю 

вхідного вектора x. Подібна ситуація і з вихідним шаром, в якому кількість 

нейронів приймається рівною розмірності очікуваного вектора d. Серйозною 

проблемою залишається підбір кількості прихованих (внутрішніх) шарів та 

числа нейронів у кожному з них. Слід зазначити, що ШНМ виступає у ролі 

універсального апроксиматора навчальних даних (х, d). У процесі навчання 

підбираються його функціональні коефіцієнти (вектори ваги окремих 

нейронів). На етапі функціонування при зафіксованих значеннях ваги 

проводиться простий розрахунок значення апроксимуючої функції при 

заданому вхідному векторі. 

Визначення мінімальної кількості прихованих шарів мережі 

ґрунтується на використанні властивостей апроксимуючих функцій. Кожна 

функція може бути виражена лінійною комбінацією локальних імпульсів, які 

мають ненульове значення тільки в найближчій околиці поточного значення 

х. Імпульсна функція певної структури може бути сформована як 

суперпозиція двох функцій, зрушених щодо один одного. На мал. 1.7 

демонструється спосіб формування імпульсу для одномірної мережі (що 

𝑦𝑦1 та 𝑦𝑦2 , 𝑦𝑦2 створюють в результаті віднімання імпульс з тривалістю 

пропорційної різниці зсувів цих сигмоїдальних функцій. Відповідним 

підбором функціональних параметрів можна домогтися формування такого 
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імпульсу, який виникатиме в необхідному для місці, матиме необхідну 

ширину та крутість наростання. 

 

 
Рисунок 1.7 –  ілюстрація способу формування локального одновимірного 

імпульсу із двох сигмоїдальних функцій 

У разі двовимірної мережі можна аналогічним способом сформувати 

імпульс на площині. Різниця двох визначених на площині та зрушених щодо 

один одного сигмоїдальних функцій утворює гребінь нескінченної довжини. 

Додаючи наступну пару зрушених щодо один одного сигмоїдальних функцій 

та обчислюючи їх різницю, можна отримати другий гребінь нескінченної 

довжини. При підборі параметрів обох сигмоїдальних пар таким чином, щоб 

їх гребені розташовувалися під певним кутом, можна отримати в результаті 

підсумовування цих гребенів структуру двовимірного горба. У місці 

перетину гребенів утворюється імпульс двовимірної форми, обмежений із 

чотирьох сторін відгалуженнями нескінченної тривалості. Ці відгалуження 

можна ліквідувати передачею всього імпульсу на наступну функцію сигмоїду 

(додатковий шар нейронів) з відповідно підібраним порогом. Як наслідок, 

виконується фільтрація значення суми на певному рівні, підібраному так, що 

імпульс, сформований додаванням двох гребенів, пропускається, тоді як 

відгалуження гребенів відсікаються. 

Створена цим способом мережа з вдома входами містить прихований 

шар, що складається з чотирьох нейронів, та вихідний шар, на якому 

розташований один нейрон сигмоїдального типу. При побудові функції 



39 
 
сигмоїдальної активації з відповідним порогом він виконує підсумовування 

сигналів від попередніх чотирьох нейронів і відсікання відгалужень. 

 

 1.3.4.4. Рекурентні нейронні мережі  
 

Рекурентні нейронні мережі –  вид нейронних мереж, де зв'язки між 

елементами утворюють спрямовану послідовність. Завдяки цьому з'являється 

можливість обробляти  серії подій у часі або послідовні просторові 

ланцюжки. 

На відміну від багатошарових перцептронів, рекурентні мережі можуть 

використовувати свою внутрішню пам'ять для обробки послідовностей 

довільної довжини. Тому мережі RNN застосовні у таких завданнях, де щось 

цілісне розбито на сегменти, наприклад, розпізнавання рукописного тексту 

чи розпізнавання мови. Було запропоновано багато різних архітектурних 

рішень для рекурентних мереж від найпростіших до складних. Останнім 

часом найбільшого поширення набули мережа з довготривалою та 

короткочасною пам'яттю (LSTM) та керований рекурентний блок (GRU). 

 

 
 

Рисунок 1.8 –  робота рекурентної нейронної мережі 

У діаграмі вище частина нейронної мережі A отримує деякі дані X на 

вхід та подає на вихід деяке значення H. Циклічний зв'язок дозволяє 

передавати інформацію від поточного кроку мережі до наступного. Існує 
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багато різновидів, рішень та конструктивних елементів рекурентних 

нейронних мереж. Проблема рекурентної мережі полягає в тому, що якщо 

враховувати кожен крок часу, то стає необхідним для кожного кроку часу 

створювати свій шар нейронів, що викликає серйозні обчислювальні 

складності. Крім того, багатошарові реалізації виявляються обчислювально 

нестійкими, тому що в них як правило зникають або зашкалюють ваги. Якщо 

обмежити розрахунок фіксованим тимчасовим вікном, то отримані моделі не 

відображатимуть довгострокові тренди. Різні підходи намагаються 

вдосконалити модель історичної пам'яті та механізм запам'ятовування та 

забування. 

Рекурентні нейронні мережі не так сильно відрізняються від звичайних 

нейронних мереж. Їх можна уявити, як безліч копій однієї й тієї ж мережі, 

причому кожна копія передає повідомлення наступної копії. На рисунку 1.9 

зображена схематична робота рекурентної нейронної мережі. 

 

 
 

Рисунок 1.9  –  схематична робота рекурентної нейронної мережі 

 

1.4.4.4.1 Проблема довгострокових залежностей 
 

Одна з ідей, яка робить рекурентні нейронні мережі настільки 

привабливими, полягає в тому, що вони могли б використати отриману в 

минулому інформацію для поточних завдань. Наприклад, вони могли б 

використати попередні кадри відео для розуміння наступних. Іноді нам 
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достатньо недавньої інформації для виконання поточного завдання. 

Наприклад, представимо модель мови, яка намагається передбачити наступне 

слово, ґрунтуючись на попередніх. Якщо ми намагаємося передбачити 

останнє слово у реченні "Хмари на небі", нам не потрібен більше ніякий 

контекст –  досить очевидно, що наприкінці пропозиції йдеться про небо. У 

таких випадках, де невеликий проміжок між необхідною інформацією та 

місцем, де вона потрібна, РНМ можуть навчитися використовувати 

інформацію, отриману раніше. 

Але також трапляються випадки, коли нам потрібен ширший контекст. 

Припустимо, потрібно передбачити останнє слово у тексті “Я виріс 

в  Україні… Я вільно розмовляю українською”. Недавня інформація підказує, 

що наступне слово, ймовірно, назва мови, але якщо ми хочемо уточнити, 

якого саме нам потрібний попередній контекст аж до інформації про Україну. 

Зовсім не рідко проміжок між необхідною інформацією та місцем, де вона 

потрібна, стає дуже великим. На жаль, у міру зростання проміжку, 

рекурентні нейронні мережі стають нездатними навчитися поєднувати 

інформацію. На рисунку 1.10 можна розглянути візуалізацію  проблеми 

рекурентний нейронних мереж. 

 

 
 

Рисунок 1.10 –  візуалізація  проблеми рекурентний нейронних мереж 

 
 



42 
 

1.4.4.4.2  LSTM нейронні мережі 
 

LSTM (long short– term memory, дослівно (довга короткострокова 

пам'ять) — тип рекурентної нейронної мережі, здатний навчатися 

довгостроковим залежностям. LSTM були представлені в роботі[6], згодом 

удосконалені завданнями і досі широко використовуються. 

 LSTM спеціально розроблені для розв'язання проблеми довгострокової 

залежності. Їхня спеціалізація — запам'ятовування інформації протягом 

тривалого часу. 

Всі рекурентні нейронні мережі мають форму ланцюжка модулів 

нейронної мережі, що повторюються. У стандартних РНМ цей повторюваний 

модуль має просту структуру, наприклад, один шар tanh. 

Теоретично, рекурентні нейронні мережі здатні обробляти такі 

довготривалі залежності. Людина може ретельно підібрати їх параметри, щоб 

розв'язуватинезначні проблеми такої форми. Однак, на практиці, рекурентні 

нейронні мережі не здатні вивчити таке. 

 

 
 

Рисунок 1.11 –  модуль LSTM, що повторюється, складається з 

чотирьох взаємодіючих шарів 

Ключовим поняттям LSTM є стан осередку: горизонтальна лінія, що 

проходить через верхню частину діаграми. 



43 
 

Стан осередку нагадує конвеєрну стрічку. Воно проходить через весь 

ланцюжок, зазнаючи незначних лінійних перетворень. На рисунку 1.12 

можна переглянути стан осередку LSTM. 

 

 
 

Рисунок 1.12 –  стан осередку LSTM 

LSTM зменшує або збільшує кількість інформації в стані осередку, 

залежно від потреб. Для цього використовуються структури, що ретельно 

настроюються, звані гейтами. Гейт –  це "ворота", що пропускають або не 

пропускають інформацію. Гейти складаються із сигмовидного шару 

нейронної мережі та операції поточкового множення. На рисунку 1.13 

зображений гейт LSTM. 

 

 
 

Рисунок 1.13  –  гейт  LSTM 

На виході сигмовидного шару видаються числа від нуля до одиниці, 

визначаючи скільки відсотків кожної одиниці інформації пропустити далі. 
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2 НЕЙРОННА МЕРЕЖА ДЛЯ СТВОРЕННЯ РЕКОМЕНДАЦІЙ 
 

Рекомендаційні системи не є незалежною системою, вони завжди 

існують у системах де є що рекомендувати користувачам, товари, рекламні 

оголошення чи пропозиції цікавого контенту. Розглянемо тестовий приклад 

системи, яка потребує рекомендаційного блоку на своїх сторінках. Система, 

що фукнціонує у житті, де є реальні об’єкти для рекомендацій і реальні 

користувачі, для пошуку закономірностей у їх діях. Було прийняте рішення 

розробити систему рекомендацій для веб-платформи з генерації QR-кодів, 

для полібшення рекомендацій користувачам і підвищення прибутку для 

власників. 

Як показує дослідження компанії Decatlon  найбільш перспективним 

напрямком у побудові рекомендаційних  систем є машинне навчання, а саме 

нейронні мережі. Для дослідження ефективності рекурентних нейронних 

мереж у рамках дослідження необхідно побудувати нейронну мережу для 

генерації рекомендацій. Для навчання було зібрано датасет на                      

веб-застосунку з генерації QR – кодів. 

Архітектура системи: 

1) система сбору даних; 

2) перетворення, очистка вхідних даних; 

3) розбивка даних на тестову і учбову вибірку; 

4) рекурентна нейрона мережа; 

5) тестування побудови нейроної мережі. 

 

2.1  Предметна область  
 

Для перевірки ефективності методів створення рекомендаційних 

систем  навчання було прийнято рішення про реалізацію рекомендаційної 

системи для веб-платформи з генерації і перегляду QR-кодів. Платформу 

можна розглянути на рисунку 2.1. 
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На веб-платформі є можливість генерувати QR-код, який буде вести за 

певним посиланням чи на картинку, презентацію, документ і т.д. У системі є 

реєстрація  та 3 види користувачів: які користуються сервісом безкоштовно, 

другий тип, які зробили передплату, незареєстровані користувачі, які під час 

перегляду контенту QR-кодів будуть бачити рекламу . Різниця тільки у тому 

чи буде показуватися реклама користувачеві чи ні. Користувачі які оплатили 

підписки не бачать реклами. Через таке різноманіття користувачів як 

зареєстрованих так і ні треба відслідковувати всі дії, тому було вирішено 

генерувати ідентифікатор xid для кожного користувача і класти його в файли 

cookie при першому візиті на сайт. 

 
 

Рис. 2.1 – система для генерації QR-кодів 

Було вирішено будувати власну систему рекомендацій  для 

користувачів для можливості інтегрування рекламного блоку на інші 

платформ. Власник платформи, на якій розміщається блок з оголошеннями 

отримає фіксований прибуток. А від ефективності рекомендаційної системи 

буде залежати прибуток компанії, яка генерую рекламний блок. Через це не 
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використовуються сторонні сервіси по типу Google Analytics та інших. 

Рекомендаційна система потрібна для збільшення взаємодії користувачів з 

рекламними оголошеннями, розміщеними на веб-платформі та збільшення 

прибутку, а для користувачів більш кліенто-оріентована реклама, яка буде 

задовольняти його потреби. 

Рекомендаційна система повинна отримувати на вхід список рекламних 

оголошень з якими користувач взаємодіяв, а на вихід видавати оголошення 

на які користувач натисне з найбільшою ймовірність. 

  

2.2  Система збору даних 
 

Для того, щоб зібрати дані для  навчання, була розроблена система 

збору   даних, а саме кліків та переглядів рекламних оголошень. 

Детальну схему роботи збору даних можна переглянути на рисунку 2.1. 

 

 
 

Рисунок 2.1 – схема зберігання активностей користувача 

При натисканні на рекламне оголошення, спрацьовує iframe і 

відправляє запит за даними xid(унікальний індентифікатор користувача) 

отриманий з cookie та id об’єкта на який натиснули до контроллера з 

проханням зберегти дані. Контроллер перевіряє наявність параметру xid, за 

його відсутністю генерує унікальних код, зберігає дані у базу даних,  і  

повертає xid, який зберігається  у cookie.  Контроллер є классом 

MeQRAdvertisingController, логіка запису та генерації сконцентрована у 

методі writeClick. 
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Дані які зберігаються про користувача: 

1) Електорнна пошта(email); 

2) унікальний ідентифікатор користувача(xid); 

3) місто(city); 

4) країна(country); 

5) пристрій з якого було виконано вхід  на веб-застосунок(device). 

Дані, які зберігаються про рекламні оголошення: 

1) опис(description); 

2) заголовок(title). 

Дані які зберігаються про взаємодію користувача з  рекламними 

оголошеннями : 

1) ідентифікатор оголошення(entry_id); 

2) тип  взаємодії(action); 

3) ідентифікатор сесії(related_history_id); 

4) дату та час взаємодії(date). 

Для збереження даних про перегляд реклами і взаємодію з нею було 

створено базу даних MySQL. Повну діаграму таблиць можна перегляну на 

рисунку 2.2. 
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Рисунок 2.2 –   схема таблиць бази даних для зберігання  даних 

 Котроллер був реалізований на мові  PHP, код можна знайти у додатку  

А. А iframe на мові JavaScript, можна знайти додатку А. 

За час збору даних вдалося зібрали 30592837 таких дій як перегляди 

рекламних оголошень та взаємодія з ними та відомості про 2567 

користувачів, які здійснили 2 та більше натискань на рекламні оголошення. 

Для навчання та перевірки дані були розділені на навчальну та тестову 

вибірку, у співвідношенні 70% надійшло у тренувальну і 30% у тестову 

вибірку. 

 

  2.3 Підготовка даних до навчання нейронної мережі 
 

Для навчання були обрані взаємодій користувачів з об’єктами, а саме 

кліки по рекламним об’явам. Для відслідковування послідовностей дій 

користувача і пошуку закономірностей у них було вирішено згрупувати кліки 

по кожному користувачеві окремо, а саме по його унікальному номеру xid.   

Вид даних після отримання з бази даних можна переглянути на рисунку 2.3. 

 

 
 

Рис. 2.3 – вигляд даних після групування по xid 

 При візуальному огляді даних було виявлено, що у деяких 

користувачів багато дій  з одним ідентифікатором елементу і один час  події. 

Приклад можна розглянути на рисунку 2.4. Людина не може виконати 
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стільки дій одночасно і зрозуміло, що це було системним збоєм, тому було 

вирішено згрупувати такі записи і залишити тільки один з повторюваниг. 

 

 
 

Рис.2.4 – повтори записів 

Для видалення дублів, які не мають значення для навчання, було 

вирішено залишати тільки одне значення, на рисунку 2.5 можна побачити 

приклад. 

 

 
 

Рис.2.5 – дані після унікалізації 

 Для створення датасету було вибрано підхід, коли кожна послідовність 

взаємодій розбивається на підмножини починаючи з першого елементу, у 

другій підмножині вже будуть перший і других елемент і так до останнього 

елементу послідовності. Для того, щоб привести всі послідовності до 

однакової довжини  було знайдено довжину найдовшої послідовності та всі 

послідовності, які мали меншу довжину, було доповнено нулями до поки не 

довжина не стане рівною найдовшій послідовності. Приклад можна 

розглянути на рисунку 2.6. 
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Рисунок 2.6 – створення датасету 

 З кожної послідовності видаляється останній елемент. З останніх 

елементів кожної послідовності формується цільовий результат. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



51 
 

3 РЕАЛІЗАЦІЯ СИСТЕМИ 
 

3.1  Засоби реалізації 
 

Для побудови системи було використано: 

1) Python –  мова програмування  

2) Keras – відкрита бібліотека, написана мовою Python і забезпечує 

взаємодію зі штучними нейронними мережами[16]; 

3) NumPy – це бібліотека мови Python, що додає підтримку великих 

багатовимірних масивів і матриць, разом із великою бібліотекою 

високорівневих (і дуже швидких) математичних функцій для 

операцій із цими масивами[17]; 

4) TensorFlow – це комплексна платформа з відкритим кодом для 

машинного навчання. Вона має багато інструментів, бібліотек та 

ресурсів спільноти;[18] 

5) Colaboratory –середовище Jupyter Notebook, яке виконується на 

хмарних серверах Google і дозволяє використовувати апаратне 

обладнання бекенда, наприклад GPU та TPU. В результаті, ви 

можете працювати з усіма можливостями Jupyter Notebook, не 

встановлюючи його на локальній машині. У нашому випадку 

використовувалися GPU(графічний процесор)[19] 

 

3.2 Побудова нейронної мережі  

  

Основна ідея рекомендаційної системи це те, що у діях і інтересах 

користувача можна знайти закономірності наступний елемент який вподобає 

користувач за його попередніми діями. У ході розгляду різних типів 

нейронних мереж було обрано рекурентну нейрону  мережу за такі переваги: 

1) такі мережі можуть моделювати послідовність даних так, щоб можна 

було припустити, що кожна вибірка залежить від попередніх; 
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2) рекурентні нейронні мережі навіть використовуються з шарами 

згортки для розширення ефективної околиці пік селів. 

Але також мають суттєвий недолік проблему зникаючого градієнта  це 

означає, що при наявності досить довгих вхідних послідовностей у процесі 

навчання мережа «забуває» інформацію про віддалені об'єкти Тому було 

обрано модифікацію рекурентної нейронної мережі, а саме LSTM. Вона є 

модифікованою версією періодичних нейронних мереж, яка спрощує 

запам'ятовування попередніх даних у пам'яті, це допомогло вирішити 

проблема зникаючого градієнта.  

Була використані такі шари для побудови тестових моделей: 

1) input –   шар входу[8]; 

2) embedding – шар який перетворює позитивні цілі числа (індекси) на 

щільні вектори фіксованого розміру[9]; 

3) lstm – шар довгострокової короткострокової пам'яті[10]; 

4) batchNormalization – пакетна нормалізація застосовує перетворення, 

що підтримує середнє значення виводу, близьке до 0, а стандартне 

відхилення виводу близьке до 1[11]; 

5) attention –  шар уваги, являє собою спосіб повідомити мережі, на що 

варто звернути більше уваги, тобто повідомити ймовірність того чи 

іншого результату в залежності від стану нейронів та даних, що 

надходять на вхід[12]; 

6) dense – реалізує операцію: output = activation(dot(input, kernel) + bias) 

де activation- функція поелементної активації, передана як activation 

аргумента, kernel- матриця ваг, створена шаром, і bias- вектор 

зміщення, створений шаром)[13]; 

7) dropout – випадковим чином встановлює для вхідних одиниць 

значення 0 із частотою rate на кожному кроці під час навчання, що 

допомагає запобігти перенавченню[14]; 

8) activation –  применяет функцію активації до виходу. 
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Для оптимізації було обрано функцію Adam. Функція втрат 

categorical_crossentropy. 

Гіперпараметри для моделі були обрані за допомогою KerasTuner. 

Keras Tuner - це бібліотека, яка допомагає вам вибрати оптимальний набір 

гіперпараметрів. За допомогою бібліотеки виконувався пошук таких 

гіпермараметрів: 

1) embedding_item_output – output_dim(розмірність щільного 

вкладення) кількість  для шару Embedding, вираховується як 

цілочисельне значення від 100  до 300 с кроком 15; 

2) rnn_units_cat – units(розмірність вихідного простору) для шару 

LSTM вираховується як цілочисельне значення від 100  до 300 с 

кроком 15; 

3) learning_rate – значення для функції оптимізації Adam, 

вираховуються як число з плаваючою комою від 0,001 до 0,8 с 

кроком 0,005 . 

Встановлена максимальна кількість епох для вирахування 

гіперпараметрів 50. 

Навчання нейронної мережі проходило у 50 епох. 
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4 ОЦІНКА ЕФЕКТИВНОСТІ 
 

Для виконання аналізу результатів потрібно створити та порівняти 

декілька моделей створеної системи, щоб побачити чи принесли модифікації 

позитивний вплив  на якість роботи моделі або навпаки. 

Для порівняння будуть використовуватися: 

1) нейронна мережа яка складається зі слоїв: input, embedding, lstm, 

dense; 

2) нейронна мережа яка складається зі шарів: input, embedding, lstm, 

dropout, activation, dense; 

3) нейронна мережа яка складається зі слоїв: input, embedding, 

batchNormalization, lstm, batchNormalization, attention, dense; 

Тестова вибірка вміщує 70% всіх зібраних даних. 

 Для початку реалізуєму просту нейронну мережу для цього спочатку 

знайдемо найкращі гіперпараметри. На рисунку 4.1 можна переглянути 

процес генерації гіперпараметрів, а на рисунку 4.2 можна переглянути 

завершений процес формування гіперпараметрів. 

 

  
 

Рис 4.1 – генерація гіперпараметрів 
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Рис. 4.2 – завершений процес генерації гіперпараметрів 

 

Перегляд навчання можна переглянути на рисунка 4.3, 4.4, 4.5 

 

 
 

Рис. 4.3 – останні епохи навчання 

 

 
 

Рис. 4.4 – результати на тестовій вибірці. 
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Рис. 4.5 –  результати навчання у вигляді графіку 

 

Для поліпшення результатів було вирішено доповнити модель  шарами  

dropout   для уникнення перенавчання і activation функцію активації до 

виходу.  Переглянути процес навчання можна на рисунках 4.6 

 

 
 

Рис. 4.6 –  процес навчання 

Але як бачимо з графіків, не вдалося поліпшити точність. Цей підхід не 

дав результатів,  тому буд перейдемо до останньої моделі яка складається з 

наступних шарів input, embedding, batchNormalization, lstm, 

batchNormalization, attention, dense. Процес навчання можна переглянути на 

рисунках 4.7 
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Рис. 4.7 – навчання нейронної мережі 

 

Ця модель дала набагато кращий результат через те, що ми задіяли шар  

уваги(Attention). Це механізм призначений обробки послідовних даних з 

урахуванням контексту кожної мітки часу. Він найчастіше застосовується до 

роботи з текстової інформацією. Можна вважати, що наш експеримент 

вдався і ми змогли модифікувати рекурентну нейронну мережу та досягти 

гарних результатів. 
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ВИСНОВКИ 
 

В ході проведеного дослідження наявних методів побудови 

рекомендаційних систем виявлено, що найкраще працюють моделі 

машинного навчання, а саме нейронні мережі. Було оглянуто найпопулярніші 

методи створення рекомендаційних систем та існуючі системи. Було 

створенно систему збору даних для навчання моделі, проведений первинний 

аналіз даних, створені учбові та тестові датасети, розроблено декілька 

варіацій рекомендаційної системи. Усі моделі були навчені, результати 

навчання і параметри точності оцінені і вибрана краща модель, яка показала 

найвищу точність за рахунок застосування шару самоуваги до рекурентої 

нейронної мережі зі слоями LSTM. Навчена модель вгадує наступні дії 

користувача з точністю 80%. 
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ДОДАТОК А 
 

Код контроллера 

<?php 
 
namespace App\Controller; 
 
use App\Entity\UserVisitData; 
use 
Symfony\Bundle\FrameworkBundle\Controller\AbstractController; 
use Symfony\Component\HttpFoundation\Request; 
use Symfony\Component\HttpFoundation\Response; 
use Symfony\Component\Routing\Annotation\Route; 
 
class MainController extends AbstractController 
{ 
    /** 
     * @Route("/home") 
     */ 
    public function main() 
    { 
        $number = random_int(0, 100); 
 
        return $this->render('base.html.twig', [ 
            'number' => $number, 
        ]); 
    } 
 
    /** 
     * @Route("/saveMeta", name="smt", methods={"POST"}) 
     * @param Request $request 
     * @return Response 
     */ 
    public function setMetaData(Request $request): Response 
    { 
        $data = $request->request->all(); 
        if (isset($data['storage'])) { 
            $value = openssl_decrypt($data['storage'], "AES-128-
CTR", 'secretPassPhrase', 0, '1234567891011121'); 
            $value = json_decode($value, true); 
            unset($data['storage']); 
            if (count($value) >= 10000) { 
                array_shift($value); 
            } 
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            $value[] = $data; 
            $value['key'] = openssl_encrypt(json_encode($value), 
"AES-128-CTR", 'secretPassPhrase', 0, '1234567891011121'); 
        } else { 
            $value['key']  = 
openssl_encrypt(json_encode([$data]), "AES-128-CTR", 
'secretPassPhrase', 0, '1234567891011121'); 
        } 
        $value['xid'] = $xid = 
base_convert(sha1(uniqid(mt_rand(), true)), 16, 36); 
 
        $em = $this->getDoctrine()->getManager(); 
        $time= \DateTime::createFromFormat('Y-m-d H:i:s', 
date('Y-m-d H:i:s')); 
 
        $userVisitData =  new UserVisitData( 
            $xid, 
            isset($data['title']) ? $data['title'] : '', 
            isset($data['description']) ? $data['description'] : 
'', 
            $time 
        ); 
        $em->persist($userVisitData); 
        $em->flush(); 
        $response = new Response(json_encode($value), 200); 
        $response->headers->add([ 
            'Access-Control-Allow-Origin' => '*' 
        ]); 
        return $response; 
    } 
} 
 

Код iframe 

<html> 
<head> 
    <meta charset="UTF-8"> 
    <meta name="viewport" 
          content="width=device-width, user-scalable=no, 
initial-scale=1.0, maximum-scale=1.0, minimum-scale=1.0"> 
    <meta http-equiv="X-UA-Compatible" content="ie=edge"> 
    <title>Document</title> 
</head> 
<body> 
<script> 
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    function onMsg(msg) { 
        console.log('hello from iframe'); 
        console.log(msg.data); 
        var response; 
        if (msg.data.getData === true) { 
            parent.postMessage(localStorage.getItem('MAJDI'), 
'*'); 
        } else { 
            let request = new XMLHttpRequest(); 
            let data = new FormData(); 
            if (localStorage.getItem('MAJDI') !== null) { 
                data.append('storage', 
localStorage.getItem('MAJDI')); 
            } 
            data.append('title', msg.data.title); 
            data.append('description', msg.data.description); 
            data.append('link', msg.data.link); 
            request.open('POST', 
'http://localhost:152/saveMeta'); 
            request.send(data); 
 
            request.onload = function () { 
                console.log(request.responseText); 
                response = JSON.parse(request.responseText); 
                console.log(response['key']); 
                localStorage.setItem('MAJDI', response['key']); 
                localStorage.setItem('xid', response['xid']); 
            }; 
        } 
    } 
 
    window.addEventListener("message", onMsg, false); 
</script> 
</body> 
</html> 
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ДОДАТОК Б 
 

Нейронна мережа яка складається зі слоїв: input, embedding, lstm, dense. 
import tensorflow as tf 
 
from tensorflow.keras.preprocessing.sequence import 
pad_sequences 
from tensorflow.keras.layers import Embedding, LSTM, Dense, 
Bidirectional, Attention, BatchNormalization, Dropout, 
Activation 
from tensorflow.keras.preprocessing.text import Tokenizer 
from tensorflow.keras.models import Sequential 
from tensorflow.keras.optimizers import Adam 
import keras_tuner  as kt 
import numpy as np  
import pandas as pn 
 
tokenizer = Tokenizer() 
 
data = pn.read_csv('Result_4.csv',',') 
data = data.dropna() 
 
train_data = data[:1800] 
test_data = data[1800:] 
 

corpus = train_data['enty'] 
corpus_nd = train_data['time'] 
item_ids_test = test_data['enty'] 
 

tokenizer.fit_on_texts(corpus) 
total_words = len(tokenizer.word_index) + 1 
 
print(tokenizer.word_index) 
print(total_words) 
 
input_sequences = [] 
for line in corpus: 
  token_list = tokenizer.texts_to_sequences([line])[0] 
  for i in range(1, len(token_list)): 
    n_gram_sequence = token_list[:i+1] 
    input_sequences.append(n_gram_sequence) 
 
max_sequence_len = max([len(x) for x in input_sequences]) 
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input_sequences = np.array(pad_sequences(input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
 
xs, labels = input_sequences[:,:-1],input_sequences[:,-1] 
 
input_sequences_2 = np.array(pad_sequences(input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
time = input_sequences_2[:,:-1] 
 
ys = tf.keras.utils.to_categorical(labels, 
num_classes=total_words) 
 
test_input_sequences = [] 
for line in corpus_2: 
  token_list = tokenizer.texts_to_sequences([line])[0] 
  for i in range(1, len(token_list)): 
    n_gram_sequence = token_list[:i+1] 
    test_input_sequences.append(n_gram_sequence) 
 
max_sequence_len = max([len(x) for x in input_sequences]) 
test_input_sequences = 
np.array(pad_sequences(test_input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
 
xs_test, labels = test_input_sequences[:,:-1], 
test_input_sequences[:,-1] 
 
test_input_sequences = 
np.array(pad_sequences(test_input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
time = test_input_sequences [:,:-1] 
 
ys_test = tf.keras.utils.to_categorical(labels, 
num_classes=total_words) 
 
def model_builder(hp): 
  model = Sequential() 
  hp_units = hp.Int('units', min_value=100, max_value=300, 
step=15) 
 
  model.add(Embedding(total_words, 180, 
input_length=max_sequence_len-1)) 
  hp_units_lstm = hp.Int('units', min_value=100, max_value=300, 
step=15) 
  rnn = LSTM(hp_units_lstm) 
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  encoding_padding_mask = tf.math.logical_not(tf.math.equal(xs, 
0)) 
  hp_learning_rate = hp.Choice('learning_rate', values=[1e-2, 
1e-3, 1e-4]) 
                             
  model.add(rnn) 
  model.add(Dense(total_words, activation='softmax')) 
  adam = Adam(lr=hp_learning_rate) 
  model.compile(loss='categorical_crossentropy', optimizer=adam, 
metrics=['accuracy']) 
 
  return model 
 
tuner = kt.Hyperband(model_builder, 
                     objective='val_accuracy', 
                     max_epochs=10, 
                     factor=3, 
                     directory='my_dir', 
                     project_name='intro_to_kt') 
stop_early = 
tf.keras.callbacks.EarlyStopping(monitor='val_loss', patience=5) 
tuner.search(xs, ys, epochs=50, validation_split=0.2, 
callbacks=[stop_early]) 
 
best_hps=tuner.get_best_hyperparameters(num_trials=1)[0] 
model = tuner.hypermodel.build(best_hps) 
history = model.fit(xs, ys, epochs=50, validation_split=0.2) 
 

Hейронна мережа яка складається зі шарів: input, embedding, lstm, 
dropout, activation, dense; 
 
import tensorflow as tf 
 
from tensorflow.keras.preprocessing.sequence import 
pad_sequences 
from tensorflow.keras.layers import Embedding, LSTM, Dense, 
Bidirectional, Attention, BatchNormalization, Dropout, 
Activation 
from tensorflow.keras.preprocessing.text import Tokenizer 
from tensorflow.keras.models import Sequential 
from tensorflow.keras.optimizers import Adam 
import keras_tuner  as kt 
import numpy as np  
import pandas as pn 
 
tokenizer = Tokenizer() 
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data = pn.read_csv('Result_4.csv',',') 
data = data.dropna() 
 
train_data = data[:1800] 
test_data = data[1800:] 
 

corpus = train_data['enty'] 
corpus_nd = train_data['time'] 
item_ids_test = test_data['enty'] 
 

tokenizer.fit_on_texts(corpus) 
total_words = len(tokenizer.word_index) + 1 
 
print(tokenizer.word_index) 
print(total_words) 
 
input_sequences = [] 
for line in corpus: 
  token_list = tokenizer.texts_to_sequences([line])[0] 
  for i in range(1, len(token_list)): 
    n_gram_sequence = token_list[:i+1] 
    input_sequences.append(n_gram_sequence) 
 
max_sequence_len = max([len(x) for x in input_sequences]) 
input_sequences = np.array(pad_sequences(input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
 
xs, labels = input_sequences[:,:-1],input_sequences[:,-1] 
 
input_sequences_2 = np.array(pad_sequences(input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
time = input_sequences_2[:,:-1] 
 
ys = tf.keras.utils.to_categorical(labels, 
num_classes=total_words) 
 
test_input_sequences = [] 
for line in corpus_2: 
  token_list = tokenizer.texts_to_sequences([line])[0] 
  for i in range(1, len(token_list)): 
    n_gram_sequence = token_list[:i+1] 
    test_input_sequences.append(n_gram_sequence) 
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max_sequence_len = max([len(x) for x in input_sequences]) 
test_input_sequences = 
np.array(pad_sequences(test_input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
 
xs_test, labels = test_input_sequences[:,:-1], 
test_input_sequences[:,-1] 
 
test_input_sequences = 
np.array(pad_sequences(test_input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
time = test_input_sequences [:,:-1] 
 
ys_test = tf.keras.utils.to_categorical(labels, 
num_classes=total_words) 
 
def model_builder(hp): 
  model = Sequential() 
  hp_units = hp.Int('units', min_value=100, max_value=300, 
step=15) 
 
  em = hp.Int('units', min_value=100, max_value=300, step=15) 
 
  model.add(Embedding(total_words, em, 
input_length=max_sequence_len-1)) 
  hp_units_lstm = hp.Int('units', min_value=100, max_value=300, 
step=15) 
  rnn = LSTM(hp_units_lstm) 
  encoding_padding_mask = tf.math.logical_not(tf.math.equal(xs, 
0)) 
  hp_learning_rate = hp.Choice('learning_rate', values=[1e-2, 
1e-3, 1e-4]) 
                             
  model.add(rnn) 
  dropout_layer = hp.Choice('learning_rate', values=[1e-2, 1e-3, 
1e-4]) 
  model.add(Dropout(dropout_layer)) 
  model.add(Activation('softmax')) 
 
  model.add(Dense(total_words, activation='softmax')) 
  adam = Adam(lr=hp_learning_rate) 
  model.compile(loss='categorical_crossentropy', optimizer=adam, 
metrics=['accuracy']) 
 
  return model 
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tuner = kt.Hyperband(model_builder, 
                     objective='val_accuracy', 
                     max_epochs=10, 
                     factor=3, 
                     directory='my_dir', 
                     project_name='intro_to_kt') 
stop_early = 
tf.keras.callbacks.EarlyStopping(monitor='val_loss', patience=5) 
tuner.search(xs, ys, epochs=50, validation_split=0.2, 
callbacks=[stop_early]) 
 
best_hps=tuner.get_best_hyperparameters(num_trials=1)[0] 
model = tuner.hypermodel.build(best_hps) 
history = model.fit(xs, ys, epochs=50, validation_split=0.2) 
 

 Нейронна мережа яка складається зі слоїв: input, embedding, 

batchNormalization, lstm, batchNormalization, attention, dense. 
import tensorflow as tf 
 
from tensorflow.keras.preprocessing.sequence import pad_sequences 
from tensorflow.keras.layers import Embedding, LSTM, Dense, Bidirectional, 
Attention, BatchNormalization, Dropout, Activation 
from tensorflow.keras.preprocessing.text import Tokenizer 
from tensorflow.keras.models import Sequential 
from tensorflow.keras.optimizers import Adam 
import keras_tuner  as kt 
import numpy as np  
import pandas as pn 
 
tokenizer = Tokenizer() 
 
data = pn.read_csv('Result_4.csv',',') 
data = data.dropna() 
 
train_data = data[:1800] 
test_data = data[1800:] 
 

corpus = train_data['enty'] 
corpus_nd = train_data['time'] 
item_ids_test = test_data['enty'] 
 

tokenizer.fit_on_texts(corpus) 
total_words = len(tokenizer.word_index) + 1 
 
print(tokenizer.word_index) 
print(total_words) 
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input_sequences = [] 
for line in corpus: 
  token_list = tokenizer.texts_to_sequences([line])[0] 
  for i in range(1, len(token_list)): 
    n_gram_sequence = token_list[:i+1] 
    input_sequences.append(n_gram_sequence) 
 
max_sequence_len = max([len(x) for x in input_sequences]) 
input_sequences = np.array(pad_sequences(input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
 
xs, labels = input_sequences[:,:-1],input_sequences[:,-1] 
 
input_sequences_2 = np.array(pad_sequences(input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
time = input_sequences_2[:,:-1] 
 
ys = tf.keras.utils.to_categorical(labels, num_classes=total_words) 
 
test_input_sequences = [] 
for line in corpus_2: 
  token_list = tokenizer.texts_to_sequences([line])[0] 
  for i in range(1, len(token_list)): 
    n_gram_sequence = token_list[:i+1] 
    test_input_sequences.append(n_gram_sequence) 
 
max_sequence_len = max([len(x) for x in input_sequences]) 
test_input_sequences = np.array(pad_sequences(test_input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
 
xs_test, labels = test_input_sequences[:,:-1], test_input_sequences[:,-1] 
 
test_input_sequences = np.array(pad_sequences(test_input_sequences, 
maxlen=max_sequence_len, padding='pre')) 
time = test_input_sequences [:,:-1] 
 
ys_test = tf.keras.utils.to_categorical(labels, num_classes=total_words) 
 
def model_builder(hp): 
inputs = tf.keras.Input(batch_input_shape=[None, max_sequence_len-1], 
                                       name='item_id', dtype=tf.int32) 
     
encoding_padding_mask = tf.math.logical_not(tf.math.equal(inputs, 0)) 
 
item_vocab_size=total_words-1 
 

embedding_item =  hp_units_lstm = hp.Int('units', min_value=100, 
max_value=300, step=15) 
 
embedding_item = tf.keras.layers.Embedding(input_dim=item_vocab_size, 
                                               output_dim=embedding_item, 
                                               name='embedding_item' 
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                                              )(inputs) 
concat_embedding_input = tf.keras.layers.BatchNormalization( 
name='batchnorm_inputs')(embedding_item) 
     
rnn_units_cat = hp.Int('units', min_value=100, max_value=300, step=15) 
 
    # LSTM layer 
rnn = tf.keras.layers.LSTM(units=rnn_units_cat, 
                                   return_sequences=True, 
                                   stateful=False, 
                                   recurrent_initializer='glorot_normal', 
                                   name='LSTM_cat' 
                                   )(concat_embedding_input) 
 
rnn = tf.keras.layers.BatchNormalization(name='batchnorm_lstm')(rnn) 
 
    # Self attention so key=value in inputs 
att = tf.keras.layers.Attention(use_scale=False, causal=True, 
                                    name='attention')(inputs=[rnn, rnn], 
                                                      
mask=[encoding_padding_mask, 
                                                            
encoding_padding_mask]) 
 
    # Last layer is a fully connected one 
output = tf.keras.layers.Dense(item_vocab_size, name='output')(att) 
 
model = tf.keras.Model(inputs, output) 
 
learning_rate = hp.Choice('learning_rate', values=[1e-2, 1e-3, 1e-4]) 
model.compile( 
        optimizer=tf.keras.optimizers.Adam(learning_rate), 
        loss='categorical_crossentropy', 
        metrics=['sparse_categorical_accuracy']) 

 
tuner = kt.Hyperband(model_builder, 
                     objective='val_accuracy', 
                     max_epochs=10, 
                     factor=3, 
                     directory='my_dir', 
                     project_name='intro_to_kt') 
stop_early = tf.keras.callbacks.EarlyStopping(monitor='val_loss', 
patience=5) 
tuner.search(xs, ys, epochs=50, validation_split=0.2, 
callbacks=[stop_early]) 
 
best_hps=tuner.get_best_hyperparameters(num_trials=1)[0] 
model = tuner.hypermodel.build(best_hps) 
history = model.fit(xs, ys, epochs=50, validation_split=0.2) 
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